
Karamanoğlu Mehmetbey Üniversitesi 

Mühendislik ve Doğa Bilimleri Dergisi 

Karamanoğlu Mehmetbey University 

Journal of Engineering and Natural Sciences 

e-ISSN: 2687-5071 © KMUJENS 

1 

Bu eser Creative Commons Atıf-GayriTicari 4.0 Uluslararası Lisansı ile lisanslanmıştır. 

DOI: 10.55213/kmujens.1418280 Araştırma Makalesi (Research Article) 6(1): 1-10 (2024) 

AdaBelief Optimizasyon Tekniğinin Derin Öğrenmeye Dayalı Yaya Rotası Tahmin 

Uygulamalarına Etkisinin “Yakınsama” açısından İncelenmesi 

Sevcan TURAN1* , Feyzullah TEMURTAŞ2  

1 Bandırma Onyedi Eylül Üniversitesi, Fen Bilimleri Enstitüsü, Akıllı Ulaşım Sistemleri ve Teknolojileri Doktora Programı, 

10200, Bandırma, Balıkesir, Türkiye 
2 Bandırma Onyedi Eylül Üniversitesi, Mühendislik ve Doğa Bilimleri Fakültesi, Elektrik-Elektronik Mühendisliği Bölümü, 

10200, Bandırma, Balıkesir, Türkiye 

 

Alındı/Received: 11/01/2024; Kabul/Accepted: 12/02/2024; Yayın/Published: 12/03/2024 

* Sorumlu yazar e-posta: sevcanturan@comu.edu.tr 

Öz 

Son yıllarda, görüntü işleme teknikleri kullanılarak yayaların takip edebileceği rotanın tahmini, hızla dikkat çeken bir 

araştırma konusu haline gelmiştir. Rota tahmin uygulamalarında Derin Öğrenmenin kullanımı, mühendislik çalışmalarıyla 

yapılan geleneksel parametre belirleme işlemlerine ihtiyaç duymayan ve daha doğru tahminler yapabilen yeni uygulamaların 

geliştirilmesini sağlamıştır. Rota tahmini için sıklıkla veriye dayalı olan gözetimli derin öğrenme modelleri kullanılmaktadır. 

Ancak, bu modellerin eğitimi yüksek hesaplama maliyeti getirmektedir. Bu maliyetleri azaltmak ve doğrulukları arttırmak 

için iyi yakınsama ve genelleştirme özelliklerine sahip optimizasyon yöntemlerini seçmek önemlidir. Bu çalışma, ETH/UCY 

veri kümeleri kullanılarak derin öğrenme mimarisi temelli geliştirilmiş rota tahmini algoritmalarının optimizasyon yöntemi 

açısından performansını incelemektedir. Özellikle, modelin eğitimi aşamasında yakınsama açısından AdaBelief optimizasyon 

tekniğinin avantajları ve dezavantajlarına odaklanılmaktadır. Çalışmanın sonuçları, AdaBelief’in eğitim sürecine pozitif bir 

katkıda bulunduğunu ve rota tahmini algoritmalarının genel performansını arttırabileceğini göstermektedir. 

Anahtar Kelimeler: AdaBelief, derin öğrenme, ETH/UCY, yaya rota tahmini, optimizasyon 

 

Investigation of the Effects of AdaBelief Optimization Technique on Deep Learning-

Based Pedestrian Path Prediction Applications in terms of “Convergence” 

Abstract 

In recent years, the prediction of pedestrian paths using computer vision techniques has become an increasingly attractive 

topic of research. The use of deep learning techniques has led to the development of new path prediction applications that do 

not rely on the traditional parameter determination processes with engineering studies. This has resulted in more accurate 

predictions. Supervised deep learning models, which are data-driven, have been widely used for path prediction. However, 

the training of these models is associated with high computational costs. To address this issue, it is important to choose 

optimization methods that have good convergence and generalization properties in order to reduce costs and improve 

accuracy. This study examines the performance of path prediction algorithms based on deep learning architectures using the 

ETH/UCY datasets. In particular, the study focuses on the advantages and disadvantages of the AdaBelief optimization 

technique in terms of convergence during the training phase. The results of the study show that the AdaBelief makes a positive 

contribution to the training process and can improve the overall performance of the path prediction algorithm. 
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1. GİRİŞ

Derin öğrenme alanında popüler konulardan biri, 

yayaların gelecekteki rotasını tahmin etmektir (Gulzar ve 

ark. 2021; Rudenko ve ark. 2019). Yaya rota tahmini, 

geçmişteki rota bilgilerinin kullanılarak yayanın gelecekte 

takip edebileceği yolu tahmin etme sürecidir. Rota tahmini 

yaparken, renkli (Jain ve ark. 2019), mono (Kolcu ve Bolat 

2018) veya kızılötesi kameralar (Pei ve ark. 2020; Zhou 

ve ark. 2020) vasıtasıyla elde edilen görüntüler ve lidar 

(Hecht 2018; Jain ve ark. 2019; Ma ve ark. 2019), radar 

veya ultrasonik sensörler (Wang ve ark. 2020) ile elde 

edilen sensör verileri kullanılabilir. Rota tahmini, sensör 

bilgileri ayrı ayrı kullanarak yapılabileceği gibi sensör 

füzyon teknikleri ile birleştirilerek de yapılabilir. Yaya rota 

tahmini ile, sosyal güvenlik açısından yayaların izlenmesi, 

insanlarla uyumlu bir şekilde hareket eden otonom 

araçların veya sosyal hayat ortamlarında insanlara yardım 

eden robotların geliştirilmesi gibi işlemler 

hedeflenmektedir (Rudenko ve ark. 2019). Bu alanda, ilk 

zamanlarda yayaların fiziksel hareket özellikleri ve 

çevresel etkenlerin etkileri mühendislik çalışmaları ile 

modellenerek kısa vadeli tahminler yapılmıştır (Bera ve 

ark. 2016; Hariyono ve ark. 2015; Keller ve Gavrila 2014). 

2016 yılında, Uzun-Kısa Süreli Bellek (LSTM) 

kullanılarak ilk kez uzun vadeli rota tahmini yapılmış ve 

"Social-LSTM" adı verilen bu çalışma diğer çalışmalar 

tarafından karşılaştırma için bir referans olarak kabul 

edilmiştir (Alahi ve ark. 2016). Bu çalışmada, her bir 

yayaya ait bir LSTM tanımlanmış ve bu LSTM'ler 

arasında gizli katman bilgileri paylaşılmıştır. LTSM 

havuzlama işlemi ile yakın olan ve aynı sosyal etkiyi 

yaratacak yayaların gizli katman bilgisi birleştirilmiştir. 

Böylece yayalar arasındaki etkileşim öğrenilmeye 

başlanmıştır. Social-LSTM tarafından sunulan 

perspektifle, bu çalışma kapsamında da incelenmek üzere 

seçilmiş olan veri odaklı ve derin öğrenme tabanlı uzun 

vadeli yol tahmini çalışmaları geliştirilmeye başlanmıştır 

(Chen ve ark. 2021; Gupta ve ark. 2018; Huang ve ark. 

2019; Mendieta ve Tabkhi 2020; Mohamed ve ark. 2020; 

L. Shi ve ark. 2021). Bu çalışmalar genellikle geçmişteki 

8 karelik (3.2 saniyelik) rota bilgilerini kullanarak 

gelecekteki 12 karelik (4.8 saniyelik) takip edilebilecek 

rota bilgilerini tahmin etmeyi amaçlamaktadır. 

Derin öğrenme tabanlı sistemlerde önemli bir aşama olan 

eğitim (training) uzun süre alan, çok sayıda parametreyi 

hafızada saklamayı ve işlemeyi gerektiren bir süreçtir. 

Optimizasyon teknikleri ile bu parametrelerin en iyi 

değerlerinin bulunup modelin en hassas ve doğru 

sonuçları üretebilecek hale getirilmesi hedeflenmekte ve 

optimizasyon tekniğinin hızlıca yakınsaması ve 

genelleştirmesine ihtiyaç duyulmaktadır.  Modelin ihtiyaç 

duyduğu bu bilgileri hızlıca işlemek için yüksek 

performanslı bilgisayarlara, GPU işlemcilere ve yüksek 

bellek kapasitelerine ihtiyaç duyulmaktadır (Xue-Wen 

Chen ve Xiaotong 2014) ve bu tür bilgisayarlar yüksek 

enerji tüketen cihazlardır (Mittal ve Vetter 2015). Ayrıca 

eğitim işlemi için bulut tabanlı hizmetler sunulmakta fakat 

bu hizmetlerin ücreti kullanılan GPU sayısı ve kullanım 

sürelerine göre belirlenmektedir. Bu gibi nedenlerle, daha 

az işlem adedi ve maliyetiyle hassas sonuçlar veren eğitim 

süreci gerçekleştirmek önem arz etmektedir. 

Geliştirilen modele eğitim sırasında kullanılan veri 

kümesine ve derin öğrenme algoritmalarına göre bazı üst 

değişkenler (hyper-parameter) belirlenmektedir. Bu 

parametrelerden biri, geliştirilen modelde ağ yapısının 

gerektirdiği “ağırlık değerlerini” bulmak için yapılması 

gereken tüm işlemlerin eğitim veri kümesindeki tüm 

veriler üzerinde kaç kez tekrarlanması gerektiğini ifade 

eden “Dönem (epoch)” sayısıdır. Geliştirilen modelin az 

sayıda dönem ile yakınsamasını sağlamak için hangi 

optimizasyon tekniğinin kullanılacağının seçimi önem 

kazanmaktadır. 

Literatürde optimizasyon yöntemlerini karşılaştıran 

çalışmalar mevcuttur (Liu ve ark. 2021; Ozyildirim ve 

Kiran 2020; Zhu ve ark. 2021). Bu çalışmanın katkısı ve 

amacı, "yol tahmini" çalışmalarında elde edilen en iyi 

değerlendirme metrik değerlerine ulaşmak için 

"yakınsama" açısından eğitim aşamasında optimizasyon 

yönteminin dönem sayısına etkisini incelemektir. Bu 

amaçla, açık kaynak kodlu ve farklı derin öğrenme 

modelleri kullanılan çalışmalar seçilmiş ve yayınların 

orijinal optimizasyon tekniği ile yeni bir optimizasyon 

yöntemi olan AdaBelief’in (Zhuang ve ark. 2020) 

sonuçları karşılaştırılmıştır.  

AdaBelief'in tercih edilmesinin nedeni, hızlı bir şekilde 

yakınsaması, genelleştirmesi ve doğru sonuçlar elde 

etmesi nedeniyle son zamanlarda birçok farklı alanda 

yapılan çalışmalarda öne çıkmış olmasıdır: Güç 

santrallerinde elektrik yükünün tahmini (Shi ve ark. 2021), 

makine arızası öncesi gerekli bakımın tespiti (Lv ve ark. 

2021), derin öğrenme algoritmaları için düşman 

örneklerin genelleştirilmesi (Wang ve ark. 2021), hava 

tahmini (Leinonen 2021), biyomedikal alandaki genom 

bağlantısı tahmini (Guo ve ark. 2021) vb. 

1.1 İncelenen Açık Kaynak Kodlu Yaya Tahmin 

Çalışmaları  

Çalışmalar; son yıllarda yayınlanmış, ETH/UCY veri 

kümelerini kullanan, açık kaynak koduna sahip ve farklı 

derin öğrenme yöntemlerini kullanan çalışmalardan 

seçilmiştir. Seçilen bu çalışmalar Tablo 1’de özetlenmiş 

olup detayları aşağıdaki gibidir: 

Social-GAN (Gupta ve ark. 2018). Bu çalışmanın 

motivasyon noktası önceki çalışmaların sadece tahmin 

edilen rotaların Öklid mesafesi açısından hata oranını 

azaltmayı amaçladığı ve sosyal etkileşimin yalnızca yakın 

komşular arasında dikkate alındığı olarak belirtilmektedir. 

Yazarlar, bütün görüntüdeki yaya etkileşimini dikkate 

alarak, olası yolların oluşumunu ve iyi yolların öğrenimini 

temel alan bir model geliştirmişlerdir. Çalışmada, 

Çekişmeli Üretici Ağ (GAN) yapısı kullanılmıştır. GAN'ın 

Üretici (Generator) aşamasında, her yaya için geçmiş yol 

bilgilerine göre gelecekte takip edebilecekleri farklı yollar 

oluşturulmuş ve Ayırıcı (Discriminator) aşamasında hangi 

yolların gerçek olarak takip edilebileceği ve hangilerinin 

sahte olabileceğinin ayırt edilmesi öğrenilmiştir. Üretici 

aşamasında ilk olarak, veri kümesindeki koordinat bilgisi, 

yapay sinir ağı (ANN) kullanarak sabit uzunluklu bir 

vektöre dönüştürülmüş ve her yaya için tanımlanan 

Kodlayıcı (Encoder) bölümündeki LSTM için girdi olarak 
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kullanılmıştır. Tüm yayalar tarafından elde edilen LSTM 

verileri birbirleriyle örnekleme (pooling) yoluyla 

paylaşılmıştır. Sonuçlara gürültü eklenmiş ve bu gürültü 

değerleri her yaya için tanımlanan Çözümleyici (decoder) 

bölümündeki LSTM için girdi olarak kullanılmış ve 

yayanın takip edebileceği olası yollar oluşturulmuştur. 

Ayırıcı aşamasında, üretici aşamasından gelen bilgiler ve 

gerçek rota bilgileri beraber ele alınıp verinin gerçek/sahte 

skoru hesaplanır böylece iyi yol bilgileri de öğrenilmiş 

olur. Üreticide farklı yolların oluşturulabilmesi için, 

gürültü ekleme aşamasında Rastgele Örnek Üretim 

algoritmaları kullanılmıştır. 

Social-STGCNN (Mohamed ve ark. 2020). Çalışmada, 

zaman ve mekânı ele alan Zamansal Evrişimli Ağ (CNN) 

ve Evrişimli Çizge Ağ (GCN) kullanılmıştır. Yazarlar, 

geliştirdikleri model sayesinde, karşılaştırdıkları 

çalışmalara göre 48 kat daha hızlı ve %20 daha yüksek 

doğruluk oranında sonuçlar ürettiklerini ve 8,5 kat daha az 

parametre kullandıklarını belirtmektedirler. Rota 

tahmininde görüntüler çizge olarak temsil edilmiş, 

görüntüdeki yayalar düğüm ve yayalar arası etkileşimler 

ise ağırlıklı kenar olarak tanımlanmıştır. Geçmiş rota 

bilgileri kullanılarak elde edilen komşuluk matrisleri yığın 

haline getirilmiş ve zaman içerisindeki değişim takip 

edilmiştir. Öncelikle, geçmiş rotalara ait özellik vektörleri, 

mekân ve zaman bilgisini içeren çizgeler üzerinde GCN 

kullanarak hesaplanmıştır. Daha sonra bu özellikler 

kullanılarak, gelecek rota tahminleri Zamansal CNN 

modeli ile gerçekleştirilmiştir. 

STGAT (Huang ve ark. 2019). Çalışmada, yayaların 

birbirlerine ne derecede etkide bulunacakları ile yayanın 

kendi geçmiş hareket yapısının birlikte dikkate alınarak 

gelecekteki rota tahminin yapılması gerektiği 

belirtilmektedir. Bu nedenle, yer-zaman etkileşimini ve 

yayaların birbirleriyle olan etkileşim oranını Dikkat 

Tabanlı Çizge Ağı (GAT) ile hesaplayan bir model 

geliştirmişlerdir. Rota tahmini uygulamalarında, yayaların 

koordinat verilerini ve yayalar arası etkileşimi çizge 

olarak ifade etmenin, tahminin daha doğru yapılabilmesini 

sağladığını belirtmektedirler. Bu amaçla, görüntüdeki her 

yaya bir düğüm olarak düşünülmüş, yayalar arası 

etkileşim oranı Dikkat Ağı ile hesaplanmış ağırlıklı kenar 

olarak kabul edilmiştir. Modelin kodlayıcı aşamasında, ilk 

olarak, her yayanın hareket özellikleri geçmiş yol 

bilgilerinden LSTM ile öğrenilmiştir. Daha sonra, 

yayaların mekânsal alandaki birbirlerine etkileri GAT ile 

hesaplanmıştır. Son olarak, bu sonuçlar kullanılarak, her 

yaya için yeni bir LSTM modülü kullanılarak etkileşimin 

zaman içi bağlamı bulunmuştur. Bu zaman ve mekân 

bilgileri sonra ANN aracılığıyla birleştirilmiştir. 

Birleştirilmiş bilgilere gürültü eklenmiş, çözümleyici 

modülüne girdi olarak gönderilmiş ve LSTM ile olası 

gelecek rotalar hesaplanmıştır. 

Causal-HTP (Chen ve ark. 2021). Çalışmada, eğitim 

verilerinden kaynaklanan yanlılık durumunun test 

sonuçlarına etkisi üzerine odaklanılmıştır. Hotel veri 

kümesi örnek olarak seçilmiş ve eğitim kümesi ile test 

kümesi arasındaki büyük farklar ortaya konulmuştur. 

Gerçek hayatta karşılaşılacak durumların çeşitliliğinden 

dolayı farkların ortaya çıkmasının kaçınılmaz olduğu 

düşünülüp rota tahminine etki eden çevresel faktörlerden 

öğrenilen bilginin etkisinin azaltılıp daha fazla rota izini 

ön plana çıkartan Karşıt Örnek Analizi (Guo ve Fraser 

2014) tabanlı bir yöntem geliştirilmiştir. Örneğin, eğitim 

veri kümesinde yürüyen insanlar kavşaklarda sola 

dönmeyi tercih etmişlerse, model yayaların her zaman 

kavşaklarda sola döndüğünü öğrenir. Bu sorunu aşmak 

için, model içinde önce gerçek geçmiş rota bilgisi ve 

çevresel etkiler temel alınarak tahminler yapılmış, sonra 

geçmiş rota ve çevresel etkiler değiştirilerek (rotaları 

kombine etme, ortalama vb.) tahminler tekrarlanmıştır. Bu 

iki sonuç ve referans bilgisi arasındaki farkı 

karşılaştırılarak rota tahmini yapılmıştır. Çalışmada, 

Karşıt Örnek Analizi yöntemi Social-STGCNN ve 

STGAT projelerine uygulanıp sonuçlar üzerindeki etkisi 

incelenmiştir. 

Carpe Posterum (Mendieta ve Tabkhi 2020). Çalışmada 

gömülü sistemlerde çalışabilecek, gerçek zamanlı 

tahminler yapabilecek ve hızlı bir şekilde doğru sonuçlar 

verebilecek bir model geliştirme amaçlanmıştır. Modelde, 

İzomorfik Çizge Ağı çizgenin yapısal özelliklerini 

öğrenmek için kullanılmış ve CNN gelecekteki rotayı 

tahmin etmek için kullanılmıştır.  Yayaların rota koordinat 

bilgileri ile başlangıç noktasına göre yer değiştirme 

bilgileri birlikte İzomorfik Çizge Ağına gönderilip Mesaj 

Gönderme yöntemiyle komşu düğümlerden elde edilen 

bilgilerle her yaya için hareket özellikleri elde 

edilmektedir. CNN'de, bu verilerden hız ve pozisyon 

değişimleri öğrenilip rota tahminleri yapılmaktadır. 

Tablo 1. İncelenen açık kaynak kodlu çalışmaların 

özellikleri  
Çalışma Derin Öğrenme 

Modeli 

Optimizasyon 

Tekniği 

Dönem 

sayısı 

Yığın 

ölçüsü 

Social- 

GAN 

GAN, LSTM Adam ETH: 769 

Hotel: 765 

Univ: 754 

Zara1-2: 

752 

64 

Social-

STGCNN 

GCN, Zamansal 

CNN 

Rasgele 

Gradyan İnişi 

250 128 

STGAT GAT, LSTM Adam 400 64 

Casual-

HTP 

(STGAT 

tabanlı) 

GAT, LSTM Adam 400 64 

Carpe 

Posterum 

Graf 

İzomorfizm Ağ, 

CNN 

Adam 80 64 

SGCN Dönüştürücü 

Ağ, GCN, 

Zamansal CNN 

Adam 150 128 

SGCN (Shi ve ark. 2021). Diğer çalışmalarda yayaların 

arasındaki etkileşimin genellikle yoğun ve yönü belirsiz 

çizge ile ifade edildiği ve çarpışmaları önlemek için 

gidilecek rotanın bulunmasına odaklanıldığını 

belirtilmiştir. Bu yaklaşımların yayaların birbirlerinin 

rotasını nasıl etkilediğini ifade etmekte yetersiz olduğu 

vurgulanmıştır. Bu eksiklikleri gidermek amaçlı, modelde 

seyreltilmiş yönlü komşuluk matrislerine dayalı iki ayrı 

çizge ağı kullanılmıştır: Birincisi yayanın bireysel hareket 

özelliğini zaman bağlamında bulmak, diğeri yayaların 

birbirlerini nasıl etkilediğini mekânsal bağlamında 

bulmak içindir. İlk olarak, zaman ve mekân boyutları 

açısından iki ayrı Dönüştürücü Ağ ve CNN kullanılarak 
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seyreltilmiş ve yönlü çizge komşuluk matrisi elde 

edilmiştir. Bu komşuluk matrisleri kullanılarak GCN ile 

zaman ve mekân dilimindeki rotaların özellikleri 

öğrenilmiştir. Ardından, her yaya için bu veriler 

birleştirilip Zamansal CNN'ye girdi olarak gönderilmiş ve 

rota tahminleri yapılmıştır.  

Çalışmada ikinci bölümde uygulanan yöntem, 

çalışmalarda kullanılan veri kümeleri, değerlendirme 

ölçütleri, derin öğrenme yöntemleri ve optimizasyon 

yöntemleri ile ilgili bilgi verilecektir. Üçüncü bölümde 

elde edilen deneysel sonuçlar tartışılıp dördüncü bölümde 

çalışma hakkında yorumlar yapılacaktır. 

2. MATERYAL VE METOT 

Bu çalışmanın kapsamında, derin öğrenme 

algoritmalarının eğitim aşamasında AdaBelief 

optimizasyon tekniğinin yakınsama açısından etkisi 

incelenmiştir. Bu amaçla, PyTorch kütüphanesi 

kullanılarak geliştirilmiş, ETH-UCY (genellikle kabul 

edilen veri kümeleri) veri kümelerini kullanan, son 

yıllarda yayınlanmış ve açık erişimli yazılım kaynak 

koduna sahip makaleler seçilmiştir. Şekil 1'deki 

çalışmanın akış şemasında da görülebileceği gibi, açık 

erişimli kaynak kodlar kullanılarak, model ilk olarak 

yayınlandığı şekilde eğitilmiştir. En iyi değerlendirme 

ölçütlerinin elde edildiği dönem numarası ve bu dönemde 

elde edilen değerlendirme ölçütü değerleri kaydedilmiştir. 

Daha sonra AdaBelief optimizasyon yöntemi olarak 

ayarlanmış, sistem yeniden eğitilmiş ve ilgili sonuçlar 

kaydedilmiştir. Casual-HTP ve STGAT çalışmalarında, 

her iki eğitim sırasında da bellek hataları alındığından, 

yığın boyutu 32 olarak belirlenmiştir. Casual-HTP 

çalışmasında, STGAT tabanlı model kullanılmıştır. 

 

Şekil 1. Çalışmanın akış diyagramı 

2.1. Veri Kümeleri 

Bu çalışma kapsamında ETH (Pellegrini ve ark. 2009) ve 

UCY (Lerner ve ark. 2007) veri setleri tercih edilmiştir. 

Şekil 2’de örnek görüntüleri bulunan ve kuş bakışı 

görüntülere sahip ETH-UCY, rota tahmini çalışmalarında 

temel kalite test veri kümesi olarak kabul edilmektedir. 

ETH içerisinde ETH ve Hotel; UCY içerisinde ise Univ, 

Zara1 ve Zara2 adında farklı özelliklere sahip video 

akışları bulunmaktadır. Bu videolardan 0,4 saniyede bir 

kesitler alınmış ve elde edilen çerçevelerdeki yayaların 

rota bilgilerinden veri kümesi oluşturulmuştur. Rota 

bilgilerinin içerisinde video çerçeve numarası (FrameID), 

yaya numarası (PedID), dünya koordinatları cinsinden y 

ve x koordinat bilgileri bulunmaktadır. ETH 750 ve UCY 

786 farklı yayanın rota bilgilerini içermektedir. 

 

Şekil 2. ETH/UCY Veri kümesinden örnek görüntüler.  

a) ETH, b) Hotel, c) Univ, d) Zara1, e) Zara2 

2.2. Rota Tahmininde Kullanılan Değerlendirme 

Ölçütleri 

Rota tahmininde değerlendirme ölçütleri olarak Ortalama 

Yer Değiştirme Hatası (ADE) ve Nihai Yer Değiştirme 

Hatası (FDE) kullanılır. ADE hesaplanırken, tüm yayalar 

için gelecekteki on iki çerçevedeki tahmin edilen 

koordinatların gerçek referans koordinatlarına olan 

mesafesinin ortalaması alınır. FDE hesaplanırken, son 

çerçeve için tahmin edilen koordinat ile gerçek referans 

koordinatı arasındaki mesafe bulunur (Rudenko ve ark. 

2019). N yaya sayısı, 𝑇𝑝 koordinat tahmini yapılacak 

çerçeve sayısı, (𝑥𝑡𝑛̂ , 𝑦𝑡𝑛̂) tüm çerçeveler için tahmin 

edilen koordinatlar, (𝑥𝑡𝑛, 𝑦𝑡𝑛) gerçek referans bilgisindeki 

koordinatlar, (𝑥𝑇𝑝𝑛̂ , 𝑦𝑇𝑝𝑛̂) ulaşılacak son koordinat bilgisi 

için tahmin edilen değer ve (𝑥𝑇𝑝𝑛 , 𝑦𝑇𝑝𝑛) gerçek referans 

bilgisindeki son ulaşılacak koordinat bilgisi olmak üzere 

ADE ve FDE sırasıyla Eş. 1 ve Eş.2'deki gibi hesaplanır: 

𝐴𝐷𝐸 =  
∑ ∑ √ (𝑥𝑡𝑛̂−𝑥𝑡𝑛)2+ (𝑦𝑡𝑛̂−𝑦𝑡𝑛)2

𝑡 ∈ 𝑇𝑝𝑛 ∈𝑁

𝑁 × 𝑇𝑝
  (1) 

𝐹𝐷𝐸 =  
∑ √  (𝑥𝑇𝑝𝑛̂−𝑥𝑇𝑝𝑛) 2+ (𝑦𝑇𝑝𝑛̂−𝑦𝑇𝑝𝑛) 2𝑛 ∈𝑁

𝑁
 (2) 

2.3. Seçilen Çalışmalarda Kullanılan Derin Öğrenme 

Yöntemleri 

Evrişimli Sinir Ağı (Convolutional Neural Network- 

CNN) (Le Cun ve ark. 1989): Genel yapısı Şekil 3'te 

gösterilen ve bilgisayarla görme süreçlerinde çok sık 

kullanılan CNN, filtreler aracılığıyla evrişim işlemleri 

uygulayarak girdi olarak gönderilen veriler hakkında 
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özellikler elde edilmesini sağlayan derin öğrenme 

yöntemidir (Turan ve ark. 2021). CNN yapılarında ilk 

katmanlarda verilerden kenarlar vb. temel özellikler elde 

edilirken, derin katmanlarda verilerin ayrıştırılmasını 

sağlayan ayırt edici özellikler elde edilmektedir. Bu 

özellikler daha sonra sınıflandırma katmanı tarafından 

yorumlanmaktadır. 

 

Şekil 3. CNN Yapısı(Turan ve ark. 2021) 

Uzun-Kısa Süreli Bellek (Long-Short Term Memory- 

LSTM) (Hochreiter ve Schmidhuber 1997): LSTM, 

gelecek durum tahmin işlemlerinde geçmişteki verilerin 

kullanılmasına ihtiyaç duyulduğunda tercih edilmektedir.  

Şekil 4’te görüldüğü üzere LSTM’de hücre durumu, girdi 

kapısı, unutma kapısı ve çıktı kapısı yapıları 

bulunmaktadır. Hücre durumu (c) geçmiş bilgileri 

tutmaktadır. Unutma kapısı hücre durumundaki hangi 

bilgilerin saklanması gerektiğine, giriş kapısı o zaman 

dilimindeki girdilerden (x) hangisinin hücre durumuna 

dahil edilmesi gerektiğine karar vermekte ve çıkış kapısı 

da anlık girdi verisi ile hücre durumunu kullanarak sonuç 

(h) üretmektedir. 

 

Şekil 4. LSTM Yapısı (Turan ve ark. 2021) 

Evrişimli Çizge Ağı (Graph Convolution Network- GCN) 

(Kipf ve Welling 2016): Çizgeler, Şekil 5.a’da 

görülebileceği üzere düğüm ve düğümler arasındaki 

komşuluk ilişkisini ifade eden kenarlardan oluşan veri 

yapılarıdır. Düğünler V, kenarlar E ile gösterildiği 

durumda çizelge G= {V, E} şeklinde ifade edilmektedir. 

Çizge ağlarda düğümler arasındaki ilişki Komşuluk 

Matrisi (Adjacency matrix) ile düğümlere ait bilgiler ise 

özellik vektörü ile tutulmaktadır. Hesaplamalar 

aşamasında komşuluk matrisi ile özellik vektörleri 

çarpıldıktan sonra bir araya getirme yöntemleri 

uygulanarak komşu düğümlerdeki bilgiler düğüm 

bilgilerine dahil edilir. Sonrasında normalizasyon, ağırlık 

matrisiyle çarpma ve aktivasyon fonksiyonu işlemleri 

gerçekleştirilir. Böylece çizgeye ait özellikler elde edilmiş 

olur ve bu özellikler ile düğüm, kenar veya çizge 

seviyesinde bilgi çıkarımı işlemleri gerçekleştirilebilir 

(Wu ve ark. 2019; Zhang ve ark. 2019; Zhou ve ark. 2020). 

 
Şekil 5. a) Basit çizge yapısı. b) Basit komşuluk matrisi. c) Örnek 

düğüm özellik vektörü  

Dikkat Tabanlı Çizge Ağı (Graph Attention Network-

GAT) (Veličković ve ark. 2017): Çizge ağlarında 

genellikle komşuluk matrisindeki değerler, iki komşu 

düğümün birbirini aynı şekilde etkileyeceği varsayılarak 

'1' olarak atanmaktadır. Ancak yayaların düğüm olarak 

ifade edildiği yaya rotası tahmini uygulamalarında 

düğümler birbirini farklı oranlarda etkilemektedir. 

Düğümlerin birbirini ne derecede etkilediği üzerine 

yapılan çalışmalar GAT yapısını ortaya çıkarmıştır. GAT 

yapısında düğümlerin birbirleri üzerindeki etkisi ele 

alınmış ve dikkat değeri ile komşuluk matrisi 

tasarlanmıştır. Şekil 6, GAT' a dayalı örnek grafiği ve 

komşuluk matrisini göstermektedir.  

 

Şekil 6. a) Dikkat tabanlı çizge yapısı. b) Komşuluk matrisi.  

c) Örnek düğüm özellik vektörü 

Çekişmeli Üretici Ağ (Generative Adversarial Network- 

GAN)(Goodfellow ve ark. 2014): Şekil 7'de 

görülebileceği gibi GAN, üretici ve ayırıcı olarak 

adlandırılan iki bölümden oluşur. Üretici aşamasında veri 

kümesindeki verinin türüne, yapısına ve özelliklerine 

uygun yeni sahte veri üretilmeye çalışılır. Ayırıcı 

aşamasında, gerçek veri kümesi ile üretici aşamasında 

oluşturulan sahte veriler birlikte ele alınarak hangisinin 

sahte hangisinin gerçek olduğu belirlenmeye çalışılır. 

Eğitim turları ilerleyip geri yayılım yöntemiyle ağın 

ağırlık değerleri güncellendikçe, ağ veri kümesine yakın 

veri üretmeye ve verinin sahte mi yoksa gerçek mi 

olduğunu tespit etmeye başlar. Böylece üretici sahte veri 

üretiminde, ayırıcı sahte/gerçek veriyi ayırt etmede 

uzmanlaşır. 

 

Şekil 7. GAN yapısı 

2.4. Optimizasyon Yöntemleri 

Derin öğrenmenin eğitim aşamasında, modelin ürettiği 

hatayı azaltmak için optimizasyon yöntemleri 

kullanılmaktadır. Optimizasyon yöntemleriyle, modelde 

tercih edilen hata fonksiyonunun türevi kullanılarak 

modeldeki ağırlık değerlerinin ne kadar değişmesi 

gerektiği hesaplanmaktadır. Hızlı, hassas yakınsama ve 
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genelleme elde etmek için hangi optimizasyon tekniğinin 

tercih edileceğinin belirlenmesi önemli bir konudur. 

Aşağıda, çalışma sırasında kullanılan optimizasyon 

teknikleri hakkında bilgi verilmektedir: 

Rasgele Radyan İnişi (Stochastic Gradient Descent 

(SGD) (Bottou ve ark. 1991): Algoritmada hata 

fonksiyonunun türevinin değeri hesaplanırken veri 

kümesindeki tüm veriler yerine rastgele seçilmiş veriler 

kullanılmaktadır. Böylece türevleri birbirine çok yakın 

olan tüm verilerle hesaplama maliyeti ortadan kaldırılmış 

olur. Rastgele verilerin seçilmesi ayrıca yerel minimum 

sorununu da ortadan kaldırır. Derin öğrenme modelinin 

yeni ağırlık değerleri: α öğrenme katsayısı, L hata 

fonksiyonu, Z rastgele seçilen veriler olmak üzere Eş. 

3’teki gibi hesaplanmaktadır. 

𝑤𝑡+1 =  𝑤𝑡 −  𝛼
𝜕𝐿(𝑍,𝑤𝑡)

𝜕𝑤𝑡
                                                (3) 

Adam (Kingma ve Ba 2014): Bu yöntemde hata 

fonksiyonunun birinci türevi kullanılarak birinci ve ikinci 

momentum değerleri hesaplanmaktadır. Momentum 

değerleri, ilk eğitim döngülerinde sıfır olma yanlılığı 

büyük olduğu için düzeltilmektedir. Daha sonra düzeltilen 

momentum değerleri ile ağırlıkların ne kadar 

değiştirilmesi gerektiği hesaplanmaktadır. Yeni ağırlık 

değerleri: gt hata fonksiyonunun türevi, mt düzeltilmiş 

birinci momentum, vt düzeltilmiş ikinci momentum, α 

öğrenme katsayısı, β1 ve β2 sırasıyla birinci ve ikinci 

momentum azalma oranları, ϵ sıfıra bölünmeyi önlemek 

için kullanılan hiper parametre olmak üzere Eş. 4-6 ile 

hesaplanmaktadır. 

𝑚𝑡 =
𝛽1𝑚𝑡−1+(1−𝛽1)𝑔𝑡

1−𝛽1
                                                    (4) 

𝑣𝑡 =  
𝛽2𝑣𝑡−1+(1−𝛽2)𝑔𝑡

2

1−𝛽2
                                                    (5) 

𝑤𝑡+1 = 𝑤𝑡 −  𝛼
𝑚𝑡

√𝑣𝑡+ϵ
                                                    (6) 

AdaBelief (Zhuang ve ark. 2020): Algoritma temel olarak 

Adam optimizasyon yöntemine dayanmaktadır. Farklı 

olarak, ikinci momentum hesaplanırken parametre olarak 

birinci momentum da kullanılmaktadır. Yeni ağırlık 

değerleri: gt hata fonksiyonunun türevi, mt düzeltilmiş 

birinci momentum, st düzeltilmiş ikinci momentum, α 

öğrenme katsayısı, β1 ve β2 sırasıyla birinci ve ikinci 

momentum azalma oranları, ϵ sıfıra bölünmeyi önlemek 

için kullanılan hiper parametre olmak üzere Eş. 7-9 ile 

hesaplanmaktadır. 

𝑚𝑡 =
𝛽1𝑚𝑡−1+(1−𝛽1)𝑔𝑡

1−𝛽1
                                                   (7) 

𝑠𝑡 =  
𝛽2𝑠𝑡−1+(1−𝛽2)(𝑔𝑡−𝑚𝑡)2+ ϵ

1−𝛽2
                                       (8) 

𝑤𝑡+1 = 𝑤𝑡 −  𝛼
𝑚𝑡

√𝑠𝑡+ϵ
                                                    (9) 

Türev ve birinci momentum değerleri birbirine yakınsa 

AdaBelief büyük adımlarla, aksi takdirde küçük adımlarla 

ilerlemektedir. Bu sayede daha hızlı ve istikrarlı 

yakınsama sağlamaktadır. 

3. BULGULAR 

Yayanın izleyebileceği rotayı yüksek hassasiyetli ve hızlı 

bir şekilde tahmin etmek güvenlik uygulamaları, 

reklamcılık, otonom araçlar vb. uygulama alanları için 

önemli bir işlemdir. Bu nedenle derin öğrenme tabanlı 

yaya rotası tahmin çalışmaları araştırmacıların dikkatini 

çekmektedir. Bu çalışma kapsamında yaya rotası 

çalışmalarına optimizasyon yönteminin derin öğrenme 

eğitim aşamasına etkileri açısından inceleme yapılmıştır. 

İncelenmek üzere seçilen çalışmaların açık kaynak kodları 

kullanılarak, araştırmacılar tarafından yayınlanan 

parametreler ve optimizasyon yöntemi ile modeller 

eğitilmiş ve en iyi doğrulama kaybının elde edildiği 

dönem ve bu dönemdeki değerlendirme ölçütleri 

kaydedilmiştir. Daha sonra optimizasyon yöntemi 

AdaBelief olarak değiştirilerek eğitim süreci yeniden 

gerçekleştirilmiştir. Modeller doğrulama kaybı açısından 

incelendiğinde AdaBelief tekniğinin genel olarak daha 

hızlı düşüş sağladığı ve daha istikrarlı bir şekilde ilerlediği 

görülmektedir. Şekil 8, AdaBelief ve orijinal optimizasyon 

tekniği ile çalışmaların ETH veri kümesindeki doğrulama 

kaybı grafiklerini göstermektedir. STGAT, Casual-HTP ve 

SGCN uygulamalarında Adam kullanırken kaybın aşırı 

degişken olduğu dönemler olmasına rağmen AdaBelief'te 

istikrarlı durum korunmaktadır. Öte yandan, Social GAN 

Ayırıcı aşaması, Social-STGCN, Carpe Posterum ve 

SGCN uygulamalarında doğrulama kaybında daha hızlı 

azalma sağlanmaktadır. Bu sonuçlar AdaBelief'in, hızlı 

doğrulama kaybı elde etme yeteneğine sahip olduğunu 

göstermektedir.  

Hızlı yakınsama açısından bakıldığında ihtiyaç duyulan 

dönem sayısını azaltması nedeniyle AdaBelief önemli 

katkı sağlamaktadır. İkinci momentum hesaplanırken hata 

fonksiyonunun eğimi ile birinci momentum değerinin 

birbirine çok yakın olduğu durumda büyük, diğer 

durumlarda daha küçük değişim değeri hesaplanmakta ve 

bu sayede hızlı yakınsama sağlayarak dönem sayısını 

azaltmaktadır. AdaBelief en başarılı sonucu Mesaj Geçişi 

ve İzomorfik Evrişimli Çizge Ağı tabanlı Carpe Posterum 

uygulamasında vermiştir. Carpe Posterum'un eğitim 

aşamasında, ihtiyaç duyulan dönem sayısı bu beş veri 

kümesinde ortalama %32 oranında azalmıştır. Tablo 2’de 

her iki optimizasyon tekniği için doğrulama veri 

kümesinde elde edilen en düşük ADE/FDE değerleri ile bu 

değerlerin elde edilip modelin kaydedildiği dönem 

numarası gösterilmektedir. Tabloda iyileştirme elde edilen 

değerler italik olarak gösterilmiştir. 

Tablo 2'de görüldüğü gibi AdaBelief ile ya ADE/FDE 

açısından ya dönem sayısı açısından ya da her ikisi 

açısından önemli kazanımlar elde edilmiştir. Eğer 

çalışmalara erken kesme yöntemi eklenirse daha az sayıda 

dönem sayısı ile sonuca ulaşılabilecektir. Modellerde 

kullanılan hiper parametrelerde iyileştirmeler ile 

kazanımların arttırılabileceği düşünülmektedir (Yang ve 

Shami 2020). Bununla birlikte GAT ve LSTM kullanan ve 

temelde aynı mimariye sahip olan STGAT ve Casual-HTP 

uygulamalarında önemli bir gelişme sağlanamamıştır. 

Yayaların sosyal etkileşim içerisinde hareket ettiği göz 

önünde bulundurularak rota tahmin çalışmalarında 

yayaların birbirini etkileme oranlarının hesaba katıldığı 

“dikkat tabanlı” çalışmaların ön plana çıkarılması, 

modellerin hassasiyetlerinin arttırılması ve eğitim 

aşamalarının iyileştirilmesi gerekmektedir. 
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Şekil 8. İncelenen çalışmaların ETH veri kümesinde AdaBelief ve orijinal optimizasyon yöntemiyle eğitilirken elde edilen doğrulama 

kaybı grafikleri 
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Tablo 2. Doğrulama veri seti için en düşük ADE ve FDE değerleri ve bu değerlerin elde edilmiş olduğu dönem sayısı. 

Yayın 
Veri 

Kümesi 

ADE/FDE  

Yayın 

Optimizasyon 

Dönem 

Sayısı 

ADE/FDE 

AdaBelief  

Dönem 

Sayısı 

Social GAN, Kaynak 

kod: (SGAN 2023) 

Eth 0,31/0,63 541 0,31/0,62 453 

Hotel 0,32/0,67 656 0,32/0,66 687 

Univ 0,32/0,65 607 0,31/0,62 728 

Zara1  0,32/0,67 615 0,32/0,66 512 

Zara2 0,35/0,72 562 0,34/0,70 311 

STGAT, Kaynak 

kod: (STGAT 2023) 

Eth 1,01/2,00 390 1,07/2,23 364 

Hotel 0,69/1,45 367 0,67/1,40 398 

Univ 0,76/1,64 368 0,78/1,69 273 

Zara1  0,54/0,94 329 0,64/1,39 329 

Zara2 0,49/1,09 374 0,50/1,10 393 

Social-STGCNN, 

Kaynak 

kod:(SocialSTGCNN 

2023) 

Eth 0,37/0,63 230 0,34/0,58 126 

Hotel 0,37/0,64 246 0,35/0,60 152 

Univ 0,36/0,59 195 0,32/0,55 135 

Zara1  0,38/0,61 194 0,36/0,62 218 

Zara2 0,40/0,68 220 0,41/0,69 235 

SGCN, Kaynak kod: 

(SGCN 2023) 

ETH  0,29/0,51 253 0,28/0,54 263 

Hotel 0,30/0,52 232 0,30/0,53 148 

Univ 0,25/0,45 228 0,24/0,43 291 

Zara1  0,30/0,55 246 0,30/0,54 94 

Zara2 0,33/0,59 78 0,33/0,58 93 

CARPe Posterum, 

Kaynak kod: 

(CARPE 2023) 

Eth 0,44/0,89 72 0,47/0,90 34 

Hotel 0,46/0,94 59 0,48/0,96 35 

Univ 0,38/0,75 58 0,40/0,78 66 

Zara1  0,45/0,92 74 0,47/0,93 50 

Zara2 0,50/1,00 53 0,51/0,98 27 

Casual-HTP, 

Kaynak 

kod:(CausalHTP 

2023) 

Eth 1,00/1,98 391 1,10/2,01 205 

Hotel 0,70/1,41 207 0,69/1,43 316 

Univ 0,69/1,49 214 0,74/1,60 295 

Zara1  0,60/1,36 388 0,65/1,43 399 

Zara2 0,48/1,01 210 0,51/1,08 235 

4. TARTIŞMA VE SONUÇ 

Yaya tespiti, takibi ve rota tahmini işlemlerine 5. seviye 

otonom araçlar, şehir güvenliği, reklam vb. 

uygulamalarda, yaya kamera görüntüsüne girdiği anda 

hangi aksiyonun gerçekleştirilmesi gerektiğine karar 

verilmesi konusunda ihtiyaç duyulabilmektedir. Bu 

ihtiyacı karşılamak için günümüzde yaya rotası tahmin 

çalışmaları derin öğrenmeye dayalı olarak 

geliştirilmektedir. Derin öğrenmede, modeller için hızlı 

eğitim prosedürleri ve bu aşamada düşük işlem maliyetleri 

ön plana çıkmaktadır. 

Bu çalışmada, yaya rota tahmin çalışmalarında AdaBelief 

optimizasyon tekniğinin kullanılmasının eğitim 

aşamasında “yakınsama” açısından kazanımları 

incelenmiştir. AdaBelief'in özellikle Çizge ve Evrişimli 

Ağ kullanılan modellerde tercih edilebilecek bir yöntem 

olduğu görülmüştür. Örneğin Mesaj Geçişi, İzomorfik 

Evrişimli Çizge Ağ ve Evrişimli Ağ tabanlı Carpe 

Posterum'da AdaBelief'in ortalama %32'lik bir kazançla 

daha az dönem sayısı ile eğitim gerçekleştirebildiği 

gözlemlenmiştir. Ancak LSTM veya dikkat tabanlı yaya 

yolu tahmin uygulamalarında elde edilen görece az olan 

kazanımın modellere göre parametre ayarlamaları 

yapılarak arttırılabileceği düşünülmektedir.  

Yaya rotasının tahmin edilmesinde çevredeki tüm 

nesnelerin yayanın takip edeceği yolu etkileyecektir. Bu 

nedenle dikkat tabanlı çalışmaların daha hassas ve hızlı 

eğitilmesine ihtiyaç duyulmaktadır. Bu nedenle, bundan 

sonraki aşamada etkilerin hesaba katılması için Dikkat 

Tabanlı Çizge Ağ, geçmiş rota bilgilerinin dahil 

edilebilmesi için Dönüştürücü Ağ kullanılan ve 

optimizasyon tekniği olarak AdaBelief’in tercih edildiği 

yaya rotası tahmin çalışması geliştirilecektir. 
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