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Anahtar Kelimeler
Hukuk,

Makine 6grenmesi,
Sanal yargig,
Yapay zeka

Oz: Makine 6grenmesi ve dogal dil isleme alanindaki gelismelerle birlikte her
alanda oldugu gibi hukuk alaninda da galigmalar yapilmaya baslanmistir. Makine
ogrenmesi ve dogal dil isleme teknolojileri, hukuk alanindaki yazili metinlerin
otomatik olarak analiz edilmesine ve siniflandirilmasina yardimei olmustur. Bu
sayede, avukatlarin ve yargiclarin bliylik miktarda yasal metni hizli bir sekilde
okuyup anlamalar1 miimkiin hale gelmis ayrica, makine 6grenmesi ve dogal dil
isleme teknolojileri, hukuk alaninda karar verme siirecinde de kullanilmaya
baslanmistir. Bu teknolojiler, hukuk davalarinin sonuglarini tahmin etmek ve
olasit sonuclart degerlendirmek i¢in kullanilmis bunun yami sira, makine
ogrenmesi ve dogal dil isleme teknolojileri, hukuk alaninda daha o6nceki
kararlarin analiz edilmesi ve bu kararlardan G6grenme yapilmasi igin de
kullanilmigtir. Bu sayede, benzer davalar igin Onceden verilmis kararlar
incelenerek yeni davalar i¢in fikir yiiriitiilebilir hale gelmistir. Bu ¢alismada da
Uyusmazlik Mahkemesinin olumsuz goérev uyusmazligi davalarinda vermis
oldugu kararlar adli ve idari olmak tizere iki sinifa ayrilarak tahmin edilmeye
calistlmistir. Dogal dil isleme yontemleriyle veri 6n isleme ve ardindan TF-IDF
Oznitelik ¢ikarimi yapilan mahkeme kararlart makine diline ¢evrilmis ardindan
makine 6grenmesi algoritmalarindan lojistik regresyon, destek vektdr makineleri,
karar agaclar1 ve rassal orman algoritmalariyla simiflandirilmistir. Kullanilan
siniflandirma tekniklerinin performans degerlendirmeleri yapilarak mahkeme
kararlart %87 oraninda dogruluk degerleri ile tahmin edilmistir. Calisma
sonuglarmin bilim diinyast ile birlikte hukuk aktorleri i¢in de olumlu sonuglart
olacagi goriilmektedir.
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With the advancements in machine learning and natural language processing,
studies have started to be conducted in the field of law, just like in every other
field. Machine learning and natural language processing technologies have helped
in automatically analyzing and classifying legal texts, enabling lawyers and
judges to read and understand large amounts of legal text quickly. Additionally,
these technologies have also started to be used in the decision-making process in
law. They have been used to predict the outcomes of legal cases and evaluate
possible outcomes. Furthermore, machine learning and natural language

947


https://dergipark.org.tr/tr/pub/yyufbed
https://orcid.org/0000-0001-8898-9631
https://orcid.org/0000-0001-5385-6775
https://orcid.org/0000-0001-5385-6775
https://orcid.org/0000-0001-5492-184X
mailto:burakgorentas@yyu.edu.tr
https://doi.org/10.53433/yyufbed.1292275
https://doi.org/10.53433/yyufbed.1292275

YYU FBED 28(3): 947-961
Gérentas ve ark. / Uyusmazlik Mahkemesi Kararlarinin Makine Ogrenmesi Yéntemleri ile Siniflandiriimast

Keywords processing technologies have been used to analyze previous legal decisions and

Artificial intelligence, learn from them. This has enabled the analysis of previous decisions to make

ﬁmﬁmal intelligence judge, informed decisions on new cases. In this study, negative jurisdictional dispute
aw,

cases of the Court of Jurisdictional Disputes of Turkey were divided into two
categories: judicial and administrative, and an attempt was made to predict them.
The court decisions, after undergoing data preprocessing using natural language
processing techniques and feature extraction using TF-IDF, were translated into
machine language. They were then classified using machine learning algorithms
such as logistic regression, support vector machines, decision trees, and random
forest algorithms.. The performance evaluations of the classification techniques
used resulted in predicting court decisions with 87% accuracy rates. The study's
results are seen to have positive outcomes for the scientific community and legal
actors alike.

Machine Learning

1. Giris

Biiyiik veri ve yapay zeka teknolojileri, hukuk alaninda biiyiik bir etkiye sahiptir. Hukukun
bir¢ok farkli alaninda bu teknolojilerin kullanimi yayginlasmistir ve hukuk bilimine énemli katkilar
saglamistir. Oncelikle, hukuk alaninda biiyiik veri ve yapay zeka teknolojileri, hukuki siireclerin daha
etkili ve verimli bir sekilde yiiriitiilmesini saglamistir. Biiyiik veri analitigi, hukuk¢ularin daha kapsamli
verilere erismelerini ve hukuki kararlarini daha iyi bilgilendirmelerini saglar. Yapay zeka sistemleri ise
hukukgulara hukuki belgeleri, mahkeme kararlarini ve Yargitay ictihatlarini hizl bir sekilde analiz etme,
dava tahminleri yapma ve hukuki damigmanlik sunma gibi konularda yardimci olur. Bu da hukuk
stireclerinin daha hizl1 ve dogru bir sekilde yiiriitiilmesine olanak tanir. Diger yandan, hukuk alaninda
teknolojinin gelistirilmesi ve kullanilmasi, hukukun kendisi i¢in de 6nemlidir. Yapay zeka sistemleri ve
biiyiik veri analitigi gibi teknolojiler, hukukun gelismesine ve déniismesine katkida bulunur. Ornegin,
hukukgular ve hukuk aragtirmacilari, biiyiik veri analitigi kullanarak hukuki trendleri, davraniglart ve
sosyal etkilesimleri analiz edebilir, hukuki politika ve diizenlemelerin gelistirilmesinde daha
bilgilendirici kararlar alabilirler. Yapay zeka sistemleri ise hukuki karar alma siireglerini daha seffaf ve
giivenilir hale getirerek, hukukun adalet ve esitlik ilkesine uygun olarak islemesine yardimei olabilir.

Her dilin kendi i¢inde farkl1 bir yapis1 bulunmaktadir. Dil igerisinde verinin giiriiltiisii, ¢esitliligi
oldukea fazladir. Ayrica hukuki metinler lizerine de ¢alisiliyorsa yapay zeka ve hukuk ¢alismalarinda
disiplinler arasi isbirligi kac¢inilmazdir. Yapay zeka yontemleri i¢in en 6nemli konu dogru veri ile
calismaktir. Hukuk {izerine yapilacak bir ¢alismada hukuk biliminden yararlanmak gerekmektedir.
Hukuki metinler insanlarin kullandigi dilden olusmustur. Bu dogal dilin bilgisayar tarafindan
anlasilmasi igin belirli bir siiregten gegirilmesi gerekmektedir. Bu, dogal dil isleme (DDI) denilen
bilgisayar bilimleri alanina giren bir siirectir. Bu siire¢ sonrasinda yapay zeka yontemleri ile metinler
iizerinde yapilacak analizler i¢in de istatistik biliminden yararlanilmalidir.

Bu ¢alismada hukuki metinler veri olarak alinmis, ardindan dogal dil isleme ve TF-IDF 6znitelik
cikarimi siireclerinden gegirilmis sonrasinda da yapay zeka yontemleri ile analiz edilmistir. Bu
caligsmayla hem hukuk aktorlerine karar verme siirecinde destek olacak uygulamalarda hem de bir hukuk
siijesi olabilecek potansiyele sahip sanal yargig tiirii yapay zeka uygulamalarinda kullanilabilecek g¢esitli
algoritma Onerilerinde bulunmak ve bunun olasi sonuglari iizerine tartismak amacglanmaistir.

1.1. Literatiir

Yapay zeka, hukuk alaninda bir dizi uygulama alani bulmustur ve hukukc¢ularin ¢alismalarini
etkileyecek potansiyele sahiptir. Hukuki aragtirma ve belge analitigi, dava sonuglari, mahkeme kararlari
ve yargi¢ davraniglart gibi hukuk tahminlerinde bulunma, hukuki belgelerin otomatik olusturulmast,
hukuki risk degerlendirmesi, kullanicilara hukuk danigsmanligi hizmetleri sunma, hukuki dogruluk ve
etik kontrolleri, otomatik uyusmazlik ¢6ziimii, hukuk giivenligi ve veri koruma, suglu profilleme, su¢
Ongoriisii ve sug analitigi gibi alanlarda da yapay zekanin kullanimi artmaktadir.

Her dilin kendi i¢inde farkli bir yapiya sahip olmasi, yapay zeka ve hukuk ¢aligmalarinda
disiplinler aras1 is birliginin 6nemini vurgular. Hukuki metinler, karmasik ve 6zel bir dil kullanir ve
hukuki terminoloji, ifadeler ve yapilar igerir. Bu nedenle, yapay zeka sistemlerinin hukuki metinleri
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anlamak ve yorumlamak icin dilbilim, DDI ve hukuk alanlarinda uzmanlasmis bilim insanlarindan
olusan disiplinler aras1 bir yaklasim gerekmektedir.

Disiplinler arasi is birligi, hukuk ve teknoloji alanlarn arasindaki karsilikli etkilesimin arttig
giiniimiizde daha da 6nemli hale gelmistir. Yapay zeka, biiyiik veri analitigi, makine 6grenimi ve DDI
gibi teknolojiler, hukuk alaninda daha etkili ve verimli ¢6zlimler sunma potansiyeline sahiptir. Metin
siniflandirma, DDI alaninda kullanilan bir makine 6grenimi ydntemidir. Metin siniflandirma, bir metnin
belirli bir smifa veya kategoriye atanmasi islemidir. Ornegin, bir e-postanin spam veya spam olmayan
olarak siniflandirilmasi, bir haber makalesinin spor, politika veya ekonomi gibi kategorilere atanmasi,
bir sosyal medya gonderisinin olumlu, olumsuz veya nétr olarak siniflandirilmasit gibi uygulamalar
metin siniflandirma kullanabilir.

Hukuki metinlerle yapilan metin siniflandirma konusunda bir¢ok ¢alisma bulunmaktadir. Bu
alanda calismalar ¢ok giinceldir. DDI ve yapay zeka yontemleri ile Anayasa mahkemesi ve Temyiz
mahkemeleri kararlarinin sonuglarini tahmin etmeye calisan ¢alismalar (Mumcuoglu ve ark., 2021)
oldugu gibi metin madenciligi uygulamalar1 ile mobbing icerikli yarg:i kararlarin1 inceleyip makine
O0grenmesi algoritmalari ile siniflandirmaya tabi tutan arastirmalar da (Aydin, 2020) bulunmaktadir.

Avrupa Insan Mahkemesi Kararlarin1 makine 6grenmesi metotlarini kullanarak tahmin etmeye
calisan (Aletras ve ark., 2016; Liu & Chen, 2017; Visentin ve ark., 2019; Medvedeva ve ark., 2020) ve
Amerika Birlesik Devletleri Yiiksek Mahkemesi kararlarint makine 6grenmesi yontemleri ile tahmin
eden (Katz ve ark., 2017) ¢aligmalar da mevcuttur.

Cizelge 1. Hukuki metinler iizerine su ana kadar yapilan caligmalarda bulunan siniflandirma
algoritmalar1 dogruluk ve F1 degerleri

Karar Rassal Orman Loj. Reg. DVM
Agaclan

Dog. Fl Dog. Fl Dog. Fl Dog. Fl
(Aletras ve ark., 2016) 0.79
(Liu & Chen, 2017) 0.69 0.71 0.73
(Katz ve ark., 2017) 0.70 0.69
(Visentin ve ark., 2019) 0.86
(Medvedeva ve ark., 2020) 0.75
(Aydin, 2020) 0.81 0.73 0.73 0.87 0.82 0.80
(Mumcuoglu ve ark., 2021)  0.61 0.60  0.68 0.67 0.64 0.64

Aletras ve ark. (2016) tarafindan yapilan ¢alisma da sadece DVM algoritmasi kullanilmis ve
dogruluk degeri 0.79 olarak bulunmustur. En biiyiik dogruluk degeri Visentin ve ark. (2019) tarafindan
yapilan DVM algoritmasiyla yapilan calismada 0.86 olarak elde edilmistir. Aydin (2020) tarafindan
temyiz kararlarinin incelendigi ¢alismada ise DVM algoritmasi sonuglarina gére dogruluk degeri 0.82,
lojistik regresyon algoritmasi sonuglarma gore 0.87 F1 degeri elde edilmistir. Mumcuoglu ve ark.
(2021), Anayasa Mahkemesi kararlarini karar agaclari, rassal orman ve destek vektoér makineleri (DVM)
algoritmalari ile analiz etmis ve en biiyiik degerleri, rassal orman algoritmasi analiziyle dogruluk 0.68,
F1 skorunu ise 0.67 olarak bulmuslardir.

2. Materyal ve Yontem
2.1.Materyal

Yargi erkini Anayasa'nin kendilerine tanidig1 gorev ve yetki alanlartyla smirli olarak paylasan,
yiliksek mahkemeler arasinda yer alan Uyusmazlik Mahkemesi, Anayasa'nin 158. (1961 Anayasasi 142.)
maddesiyle gorevlendirilmis, adli ve idari yargi mercileri arasindaki gorev ve hiikiim uyusmazliklarini
kesin olarak ¢dzmeye yetkili, bagimsiz bir yliksek mahkemedir.

Uyusmazlik Mahkemesi, yargi ayriligi ilkesinin ortaya ¢ikardigi gérev uyusmazliklarini ¢6zmek
suretiyle Kkisilerin askida kalan hak arama hiirriyetlerinin gerceklesmesini saglayan; hiikiim
uyusmazliklarimi ¢ézmek suretiyle de hakkin yerine getirilmesini olanaksiz kilan hukuki engelleri
gideren; yargi erkini paylasan diger yiiksek mahkemelerden Yargitay ve Danistay'in kararlarini kaldirip
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onlarin yerine hiikiim tesis edebilen 6zel yetkili bir yliksek mahkeme, dolayisiyla, hukukumuzda kesin
hiikmii ortadan kaldirabilen tek yargi organidir.

Calismada veri olarak Uyusmazlik Mahkemesi kararlar kullanilmistir. Uyusmazlik Mahkemesi
kararlarinda, siniflandirma (classification) tekniklerine uyacak sekilde hukuk boliimii kararlari, karar
sonucu olarak adli yargi-idari yargi ayrimi yapan ve ¢ok sayida veri bulunduran gérev uyusmazlig
kararlan dikkate alinmistir.

Calismada oncelikle kullanilacak verilerin diizenli bir formda elde edilmesi i¢in Python
selenium kiitiiphanesinden faydalanilarak kamuya agik platformdan ilgili verileri ¢ekecek bir web bot
uygulamasi gergeklestirilmistir. Tlgili verilerin alinacagi platformda veriler yapilandirilmamis halde
bulunmaktadir. Bu yiizden veriler kullanilarak tutarli ve anlamli sonuglar elde edebilmek icin 6ncelikle
bu veriler iizerinde ¢esitli veri 6n igleme adimlar1 uygulanmistir. Metin 6n isleme adimlart yapilirken
Python kiitiiphanelerinden faydalanilacag gibi literatiirde daha etkin sonuglarin elde edildigi goriilen
KUSH gibi metin 6n isleme yontemlerinden de faydalanilmistir (Uckan & Karci, 2020). Makine
Ogrenimi algoritmalari test verilerine dogru ve anlamli sonuglar iiretebilmek i¢in 6nceden tanimlanmig
bir dizi veri kullanilarak egitilmektedir. Ancak DDI iizerinde ¢alismanin en 6nemli problemlerinden biri
makine 6grenme algoritmalarinin dogrudan metin verileri lizerinde ¢alisamamasidir. Bu problemin
¢Oziimii i¢in verilerin matematiksel formda temsil edilmesi gerekmektedir. Verilerin bu formlara
doniistiiriilmesi i¢in Oznitelik ¢ikarimi (Feature Extraction) yontemlerinden TF-IDF yonteminden
faydalanilacaktir. Belirtilen bu adimlarin tamamlanmasinin ardindan Dogal Dil Islemeye uygun makine
Ogrenmesi algoritmalarindan lojistik regresyon, destek vektdr makineleri, karar agaglar1 ve rassal orman
algoritmalari kullanilarak siiflandirma iglemleri yapilmistir.

2.2.Yontem

Metin analitigi, metin 6nisleme, makine 6grenimi ve istatistik gibi farkli alanlarin kullanilarak,
yapisal veya yapisal olmayan metin verilerinden anlasilir bir formatta bilgi elde etme ve makinelerin
anlayabilecegi bir yapiya doniistiirme siireglerine Dogal Dil Isleme (DDI) denir (Tan, 1999). DDI,
bilgisayarlarin insanlarm kullandig1 dogal dil olan dilin, yani s6zlii veya yazili olarak iletisim kurmak
icin kullanilan dillerin anlagilir bir formata doniistiiriildiigii, analiz edildigi ve islendigi bir bilgi igleme
alamdir. DDI, metin verilerini anlamak, yorumlamak, ¢ikarimlar yapmak ve cevaplar iiretmek gibi
karmasik dil tabanli gorevleri gerceklestirme yetenegi sunar.

Ham Metin

!

Metin Onisleme

!

Oznitelik Cikarm1

Egitim Verisi Test Verisi
Lojistik Regresyon |« | |
DVM < +
— Siniflandirma Modelleri
Rassal Orman |«

< A 4

Karar Agaglar1 [« Dogruluk

Performans

Degerlendirmesi Kesinlik
Hatirlama

F1 Skoru

Sekil 1. Metin siniflama siireci.
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Metin smiflandirma, bir dizi belgenin bir veya birden fazla kategoriye atanmasi olarak
tanimlanabilir. Metin siniflandirma, veri madenciliginin bir alt alani1 olarak tanimlanir ve bir belgede
bulunan verilerin O6zelliklerine bakarak, onceden belirlenmis kategorilerden birine dahil edilip
edilmeyecegini belirleme siirecini igerir (Y1ildiz ve ark., 2007). Metin siniflandirma, bir kitabin tiirii ve
yerinin belirlenmesi, e-postalarin spam olup olmadigmin karar verilmesi, yazarm tslubunun tespit
edilmesi, konugmalarin taninmasi gibi bir¢ok farkli alanda kullanilan bir tekniktir (Tantug, 2016). Metin
smiflandirma uygulamalari, belge erisim ve organizasyonu, e-postalarin siniflandirilmasi ve istenmeyen
e-postalarin tespit edilmesi, haber organizasyonu ve filtrelenmesi gibi bir¢ok alanda kullanilmaktadir ve
bilgi alma, bilgi ¢ikarimi, bilgi filtreleme, duyarlilik analizi, 6neri sistemleri, bilgi yonetimi, metin
Ozetleme gibi ¢esitli gorevleri icermektedir.

Metin smiflandirma siirecinde denetimli makine 6grenimi teknikleri kullanilarak, belirli bir
belgenin hangi kategoriye ait oldugunu, kategoriye 6zgii kelimelere veya terimlere bakarak tespit etmek
amaclanmaktadir (Kadhim, 2019). Metin siniflandirma siireci, Sekil 1'de gosterildigi gibi, verinin
toplanmasi, metin Onisleme, egitim ve test verisi olarak ayirma, farkli siniflandirma teknikleri ve
performans degerlendirmesini i¢eren asamalar igcermektedir.

Metin 6n isleme adimlari, tokenizasyon, anlamsiz sézciik kaldirma (removing stop words),
koklendirme (stemming) ve vektor uzayr modeli olarak dort adimdan olusur. Tokenizasyon, metni
parcalara ayirma islemi iken anlamsiz sézciik kaldirma, anlamsiz veya az anlam tasiyan kelimelerin
kaldirilmasidir. Koklendirme, kelimelerin koklerini bulma iglemi iken vektor uzay1 modeli, metindeki
terimleri sayisal vektorlere doniistiiren bir modeldir (Kadhim, 2019).

Oznitelik ¢ikarimi, metin verilerinden anlamli ve temsilci 6zelliklerin ¢ikarilma siirecidir.
Metinler, genellikle karmasik ve yiiksek boyutlu verilerdir ve dogrudan kullanilamayacaklari igin,
Oznitelik ¢ikarimi adimi, metin verilerini daha diisiik boyutlu ve daha anlamli bir temsile doniistiirerek,
makine 0grenimi veya diger analiz yontemlerine girdi olarak kullanilabilecek veri 6zelliklerini elde
etmeyi amaglar.,

Anahtar kelimelere metni temsil etmek iizere terim adi verilmektedir. Metinler terimlerin
agirliklarindan olusan bir vektor ile temsil edilir. Terimlerin agirliklarinin hesaplanmasinda degisik
yontemler kullanilmaktadir. Terim agirliklart metni temsil ettigi olgiide O ile larasinda degerler alir.
Terim agirhigimin hesaplanmasi farkl sekillerde yapilmaktadir. Ikili agirliklandirma denilen yontemde,
herhangi bir terim metinde gegiyorsa 1, gegcmiyorsa 0 olarak hesaplanir.

Cizelge 2. Terim ornekleri ve ikili gosterimde belgelere iliskin vektorler (Tantug, 2016)

Metin No Metin Terimler V = [web, graph, net, page,
complex]
by web web graph Web graph Vi=[11000]
b, graph web net graph net Graph web net V,=[11100]
b3 page web complex Page web complex Vi=[10011]
TF-IDF

Agirliklarin belirlenmesi i¢in kullanilan bir diger yontem ise terim sikligi — belge sikligimin tersi
(TS-BST) anlaminda (term frequency — inverse document frequency-TF-IDF) yontemidir.
TS-BST hesabinda asagidaki iki basit ilke temel alinmaktadir:

Bir belge icerisinde sayica fazla olan bir terim, belgede sadece bir kez gecen bir diger terimlere
gore daha Onemlidir. Buna Terim Sikligi-TS (term frequency-TF) adi verilir ve agagidaki gibi
hesaplanir:

TS, =~
Tl 1)

Bu formiilde herhangi bir b; belgesinde (metninde) ¢; teriminin kag defa gegtigi n;; bilgisidir.
|bj| ise metin igerisindeki toplam (tekrarli) terim sayisini gostermektedir.
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Bir metinde az sayida olan terimler, belgenin icerigi ile ilgili daha iyi bilgi verir. Bu mantiktan
yola ¢ikilarak Belge Sikligmin Tersi-BST (inverse document frequency-IDF) hesaplanir:

n
BST; = log— @)

L

Bu formiilde n; sayisi, t; teriminin gectigi belge sayisini; n ise kiimedeki toplam belge sayisim
ifade etmektedir.

Yukarida agiklanan iki bilesen birlestirilerek bir ti teriminin b; belgesi i¢in agirhgi a;; asagidaki
bigimde bulunur:

Belgeler vektorel bicime doniistiiriildiigiinde artik her bir belge vektor uzayr modelinde (vector
space model) bir vektor olarak temsil edilmektedir. Bu |T| boyutlu uzayin her bir boyutu bir terimi

gostermektedir. Asagidaki Sekilde 3 terim igeren bir vektor uzay modelinde b; ve b; belgeleri x ve x’
vektorleri ile ifade edilebilmektedir.

b; belgesi

b; belgesi

Sekil 2. Vektor uzayr modeli.

Ancak burada dikkat edilmesi gereken bir husus vardir. Belgelerde gegen biitiin kelimeleri
kullanmak uzayin boyutunu ¢ok biiyiitmekte ve verilerin bilgisayarla islenmesini zorlastirmaktadir. Bu
nedenle belgeler vektorlere doniistiiriiliirken, T kiimesi daha az sayida eleman igeren T’ kiimesine
(IT’] < [T)) indirgenir. Bu isleme boyut indirgemesi (dimensionality reduction) ad1 verilir.

DDI teknikleri kullanilarak boyut indirgeme yapilmaktadir. En ¢ok kullanilan yontem dilde ¢ok
sik kullanilan terimleri ¢ikarma yontemidir. Kelime koklerinin bulunmasi da vektér uzaymin boyutunu
azaltan bir yontemdir (Peng ve ark., 2004). Tiirk¢e’nin dil yapis1 geregi kok bulma (stemming) islemi
yapilmamasi metin siniflamada ciddi problemlere yol agmaktadir.

Swtiflandirma teknikleri

Siniflandirma tekniklerinde makine 6grenmesi yontemleri kullanilmaktadir. Makine 6grenmesi,
mevcut verilerden yararlanarak bir ¢ikarim modeli olusturma islemidir (Seyyarer ve ark., 2020). DDI
teknikleri ile hazir hale getirilen verilere makine 6grenmesi algoritmalar1 uygulanir. Literatiirde makine
O0grenimi teknikleri, olasiliksal modeller vb. kullanilarak bir¢ok metin siniflandirici 6nerilmistir. Pek
¢ok yaklasim Onerilmis olmasina ragmen, otomatik metin siniflandirmas: hala 6énemli bir arastirma
alamdir ¢iinkii dncelikle mevecut otomatik metin siniflandiricilarin etkinligi kusursuz degildir ve hala
iyilestirmeye ihtiya¢ duymaktadir (Ikonomakis ve ark., 2005).

Makine 6grenmesi veya yapay zeka tekniklerini kullanmanin ana fikri, verilerden belirli
kaliplar1 6grenerek siiregleri veya gorevleri otomatiklestirmektir. Diger bir ifade ile makine 6grenmesi
terimi, verilerdeki anlamli kaliplarin (Oriintli) algilanmasini ifade etmektedir. Makine O0grenmesi
kullanilan algoritmalara saglanan girdiler, elde edilen g¢iktilar ve bu dogrultuda kullanilan ydntemler
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acisindan diisiiniildiigiinde dort alt gruba ayrilmaktadir. Bunlar denetimli 6grenme, denetimsiz 6grenme,
yari-denetimli 6grenme ve pekistirmeli 6grenme olarak siralanabilir (Bayram Arli ve ark., 2022b).

Denetimli 6grenme, veri seti igerisindeki girdiler i¢in ¢ikt1 degerleri lireten 6grenme modeli elde
edilmesidir. Denetimli 6grenmenin gergeklestirilebilmesi i¢in modelin egitimi asamasinda kullanilacak
egitim veri setindeki girdilere karsilik gelen ¢ikt1 degerlerinin bilinmesi gerekmektedir. Denetimli
ogrenmede veri kiimeleri, verileri siiflandirmak veya sonuglari dogru bir sekilde tahmin etmek i¢in
algoritmalarn egitmek veya denetlemek icin tasarlanmistir. Cogunlukla tahmin i¢in kullanilan denetimli
ogrenme teknikleri, smiflandirma ve regresyon algoritmalaridir. Siniflandirma algoritmalar ile
regresyon algoritmalar1 arasindaki temel fark, regresyon algoritmalarinda hedef degisken siirekli
degisken, smiflandirma algoritmalarinda ise hedef degisken kategorik degisken olarak ele alinir
(Bayram Arli, 2021). Bu ¢aligma kapsaminda lojistik regresyon, DVM, karar agaclar1 ve rassal orman
siniflama algoritmalar1 kullanilmistir.

Lojistik regresyon

Kategorik ve iki olasi deger alan hedef degiskenlerin analizinde en sik kullanilan tekniklerden
biri lojistik regresyon analizidir. Bu analiz, lojistik fonksiyondan yararlanarak hedef degiskenin
herhangi bir kategorisine ait olma olasiligin1 tahmin etmeye ¢aligir. Lojistik regresyon analizi, hedef
degiskenin 6lgek tiiriine ve kategori sayisina gore ikili veya ¢oklu lojistik regresyon olarak adlandirilir
(Gtirsakal ve ark., 2022).

Destek vektor makineleri (DVM)

DVM, veri noktalarini bir uzayda gosteren ve siniflandirma islemi i¢in, veri noktalarini iki sinif
arasindaki en genis marjin (margin) bulunmasi esasina dayanan bir makine 6grenmesi algoritmasidir
(Ayata & Cavus, 2022) . Margin, iki sinif arasindaki en yakin veri noktalar arasindaki mesafedir. Bu
sekilde, DVM, siniflar arasindaki ayrimi en iyi sekilde saglamak icin bir hiper diizlem (hyperplane)
bulmaya calisir. Ayrica, smiflarin ayrilmasi icin gerekli olan en uygun hiper diizlemi bulmak igin bir
optimizasyon problemi olarak formiile edilir (Bugday ve ark., 2023; Yildirim ve ark., 2023).

|
qan:sman/ >
~_|
~
s

Sekil 3. Optimal hiperdiizlemin se¢imi (Kartal, 2022).
Karar agaglart

Karar agaglar simiflandirma problemlerinde ¢ok tercih edilen algoritmalardandir. Gelistirilme
amaci; ¢ok sayida veri iceren bir kiimeyi, bazi teknikler kullanarak alt bolimlere ayirmak igin
gelistirilmis bir algoritmadir. Siiflandirma algoritmalari iginde anlagilmasi ve kodlanmasi en kolay
olanlardan biridir (Agrawal ve ark., 1993). Agacin kok digiimiinden baslayarak ve ara diigiimler
iizerinden gidecegi yon belirlenir. Agag tizerinde her bir sinif tek yaprak olarak gosterilmelidir ve bir
sinifa giden sadece tek bir yol vardir. Olusturulan agagta yapraklar arasinda bir bag yoktur. Dallanma
islemi kokten baslar ve yaprak diigtime ulasilincaya kadar devam eder (Utgoff, 1989). En sik kullanilan
karar agaci algoritmalar1 ID3, C4.5-C5.0, CART (Classification and Regression Trees) ve CHAID (Chi-
squared Automatic Interaction Detector)dir.
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Rassal orman

Birden fazla karar agacini bir araya gelmesi ile olusan Rassal Orman algoritmasi aga¢ tabanl
bir topluluk 6grenme yaklagimi seklinde tanimlanabilir. Bu nedenle, Rassal Orman algoritmasi karar
agaclarindan daha iyi performans gosterir, karar agaclarindaki gibi budanma islemi yapilmaz. Hem
smiflandirma hem de regresyon problemlerinin ¢oziimiinde kullanilir (Bayram Arl ve ark., 2022a).

Performans degerlendirmesi

Herhangi bir teknigin etkinligini degerlendirmek icin kullanilan birkag¢ farkli dl¢tim vardir.
Dogruluk (Accuracy), hatirlama (recall), kesinlik (precision) ve F1 0l¢iisii yaygin olarak kullanilir
(Sadiq & Abdullah, 2012). Dogruluk (Accuracy), uygun sekilde kategorize edilen metinlerin tiim
metinlere orani olarak tanimlanabilir. Hatirlama (recall), uygun sekilde kategorize edilmis metinlerin o
sinifa ait tiim metinler icindeki oran1 olarak tanimlanir. Kesinlik (percision), uygun sekilde kategorize
edilmis metinlerin, sinifa tanimlanabilen tiim metinler arasindaki orani olarak belirtilir. F1 dl¢iisi de,
kesinlik ve geri ¢agirma igin simetrik ortalamaya gosterilebilir. Bu 6l¢timler, herhangi bir teknik i¢in
nihai performans 6l¢iimiinii i¢in kullanilir (Kadhim, 2019).

TP (True Positives): Siniflandirici tarafindan dogru sekilde etiketlenmis pozitifler
TN (True Negatives): Siniflandirici tarafindan dogru sekilde etiketlenmis negatifler
FP (False Positives): Yanlislikla pozitif olarak etiketlenen negatifler

FN (False Negatives): Yanliglikla negatif olarak etiketlenen pozitifler olmak tiizere;

Dogruluk (Accurary): Tanima orani olarak sdylenebilir.

Dosruiue — FEHTN @)
ogruluk = ———

Duyarlilik (Sensitivity- recall): Gergek pozitif oranidir.
TP
Duyarlilik = 7 5)

Kesinlik (Precision): tahmin edilen pozitiflerin gercekte kagimnin pozitif oldugunu gosterir.

Kesinlik = — (6)
SN = b FP

F1 Skoru (F1-Score, F-measure): Kesinlik ve duyarliligin harmonik ortalamasidir.

Kesinlik x Duyarlilik

F1=2
x Kesinlik + Duyarlilik

()

3. Bulgular

Calismada kullanilan kararlar Uyusmazlik Mahkemesinin kendi web sitesinden Python
selenium marifetiyle ¢cekilmistir. Web sitesinde bdliim bagligi altinda ceza boliimii, genel kurul kararlar
ve hukuk boliimii seklinde 3 secenek bulunmaktadir. Hukuk bdéliimiinde bulunan ve siniflandirma
teknikleri agisindan ideal bir veri seti olusturan olumsuz gorev uyusmazligi “adli” ve “idari”
kararlarindan 6020 adedi analiz i¢in alinmigtir. Sonucu adli veya idari olan kararlarin en ¢ok kullanildigi
kelimeler asagidaki sekillerde gosterildigi gibi bulunmustur.
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Sekil 4. Adli ve idari kararlarda en ¢ok kullanilan kelimeler.
Bu kararlarin 4515 tanesi egitim i¢in ayrilmistir. Geriye kalan 1505 adet mahkeme karar1 egitim
verisi ile veriler arasindaki iligkiyi 6grenen modelin testi i¢in kullanilmistir. Veri 6nisleme adimindan

gegirilen kararlara siniflandirma algoritmalar uygulanmigtir. Verilerin etiketlendirilmesi i¢in, adli
kararlara 0, idari kararlara 1 degeri atanmustir.

Karmasiklik Matrisi-Egitim Karmasiklik Matrisi-Test

3500
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0 1 0 1
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True label

Sekil 5. Rassal orman algoritmasi karmasiklik matrisi.

Egitim seti karmasiklik matrisinde de goriildiigii gibi 3577 tane adli kararin 3542 tanesi, 938
tane idari kararin 816 tanesi dogru tahmin edilmistir. Test seti karmasiklik matrisinde de goriildiigii gibi
1203 tane adli kararin 1125 tanesi, 302 tane idari kararm 142 tanesi dogru tahmin edilmistir.
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Sekil 6. Karar agaglari algoritmasi1 karmasiklik matrisi.

Egitim seti karmasiklik matrisinde de goriildiigii gibi 3577 tane adli kararin 3570 tanesi, 938
tane idari kararin 788 tanesi dogru tahmin edilmistir. Test seti karmasiklik matrisinde de goriildigii gibi
1203 tane adli kararin 1055 tanesi, 302 tane idari kararin 177 tanesi dogru tahmin edilmistir.

Karmasiklik Matrisi-Egitim
0

Karmasiklik Matrisi-Test
3500
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Sekil 7. Lojistik regresyon algoritmasi karmasiklik matrisi.

Egitim seti karmagsiklik matrisinde de goriildiigii gibi 3577 tane adli kararin 3533 tanesi, 938
tane idari kararin 818 tanesi dogru tahmin edilmistir. Test seti karmasiklik matrisinde de goriildiigi gibi
1203 tane adli kararin 1102 tanesi, 302 tane idari kararin 178 tanesi dogru tahmin edilmistir.
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Sekil 8. Destek vektor makineleri algoritmasi karmasiklik matrisi.
Egitim seti karmasiklik matrisinde de goriildiigii gibi 3577 tane adli kararin 3502 tanesi, 938
tane idari kararin 748 tanesi dogru tahmin edilmistir. Test seti karmasiklik matrisinde de goriildiigii gibi

1203 tane adli kararin 1080 tanesi, 302 tane idari kararin 232 tanesi dogru tahmin edilmistir.

Cizelge 3. Siniflandirma algoritmalar1 karsilagtirmasi

Dogruluk Kesinlik Duyarhhk F1-Skoru

(Accuracy) (Precision) (Recall) (F1-Score)
Karar Agaclan 0.82 0.72 0.73 0.73
Rassal Orman 0.84 0.76 0.70 0.72
Lojistik 0.85 0.77 0.75 0.76
Regresyon
Destek Vektor 0.87 0.80 0.83 0.81
Makineleri

Cizelge 2’de goriildiigii gibi DVM algoritmasi 0.87 dogruluk, 0.80. kesinlik, 0.83 duyarlilik ve
0.81 F1 skoru ile biitiin degerlerde en yiiksek ¢ikmistir. En diisiik dogruluk ve kesinlik degerleri sirasiyla
0.82 ve 0.72 ile karar agaclar algoritmasinda, duyarlilik ve F1 skoru degerlerinde ise sirasiyla 0.70 ve
0.72 ile rassal orman algoritmasinda bulunmustur.

4. Tartisma ve Sonug

Uyusmazlik mahkemesi kararlar1 ile modelleme yapilan mevcut bir ¢alisma bulunmamaktadir.
Avrupa Insan Haklar1 Mahkemesi kararlar1 ile modelleme yapilan galismalara (Aletras ve ark., 2016;
Liu & Chen, 2017; Visentin ve ark., 2019; Medvedeva ve ark., 2020; Mumcuoglu ve ark., 2021)
bakildiginda, calismamizda kullandigimiz DVM algoritmasi dogruluk degerlerinin diger ¢alismalardan
daha iyi oldugu goriilmektedir.

Karar agaglar1 ve rassal orman algoritmalarinin kullanildig1 diger calismalarda (Aydin, 2020;
Mumcuoglu ve ark., 2021) elde edilen bulgular ile ¢alismamizdaki dogruluk ve F1 degerlerinin birbirine
¢ok yakin oldugu goriilmektedir.

Lojistik regresyon algoritmalarinin kullanildig: ¢aligmalarda (Liu & Chen, 2017; Aydin, 2020)
elde edilen bulgulara bakildiginda ¢caligmamizdaki dogruluk degerinin yiiksek, F1 degerinin ise diisiik
oldugu goriilmektedir.

Medvedeva ve ark. (2023) tarafindan yapilan bu siniflandirma isleminin mahkeme kararlarin
ongormek ile esdeger oldugunu, makine 6grenmesi ile mahkemelerin gegmiste verdigi kararlar tizerinde
sistemin egitilerek gelecekteki mahkeme kararlarini tahmin etmek igin kullanilabilecegini, hukuksal
analizlerde bulunulabilecegini ve mahkeme kararlarin1 anlamak i¢in bu algoritmalarin
kullanilabilecegini sdylemektedir.
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Cizelge 4. Onerilen calisma ile yapilan calismalarin dogruluk degerleri ve F1 skorlari karsilastirmasi

Karar Agaclar1 Rassal Orman Loj. Reg. DVM

Dog. F1 Dog. F1 Dog. F1 Dog. F1
(Aletras ve ark., 2016) 0.79
(Liu & Chen, 2017) 0.69 0.71 0.73
(Katz ve ark., 2017) 0.70 0.69
(Visentin ve ark., 2019) 0.86
(Medvedeva ve ark., 2020) 0.75
(Aydin, 2020) 0.81 0.73 0.73 0.87 0.82 0.80
(Mumcuoglu ve ark., 2021)  0.61 0.60 0.68 0.67 0.64 0.64
Yapilan ¢calisma 0.82 0.73 0.84 0.72 0.85 0.76  0.87 0.81

Bu tip kararlann verebilmek i¢in hukuki bilgiye sahip olmak ¢ok onemlidir. Yiiksek yarg
kararlarinin  smiflandirildigr bir ¢alisma yapilirken o mahkemede bulunan dairelerin gorev ve
yetkilerinin neler oldugu iyi bilinmeli ve buna goére siniflandirma yapilmalidir. Nitekim boyle bir
calismada (Mumcuoglu ve ark., 2021) Danistay dairelerinin tiim hepsi alinmig Dava Daire Kurullar1 ve
ilk derece mahkemesi sifatindaki daire kararlarinin siniflandirilmasi hakkinda bilgi verilmemistir. Dava
Daire Kurullar1 dairelerin, Dava Daireleri de ilk derece sifatindaki dairenin Kkararlarim
goriisebilmektedir. Biitiin hepsinin kararlarinin bir algoritma i¢ine alinmas1 ayni veriyi tekrar kullanmak
anlamina gelmektedir. Bu da algoritmanin saglikli caligmasin1 engelleyen bir faktdr olarak karsimiza
cikmaktadir.

Medvedeva ve ark. (2023) galigmalarinda belirttigi gibi anlamli gorevler yliriitmek i¢in, teknik
becerilere sahip arastirmacilarin yanmi sira, anlamli hukuk sorularinin cevaplanmasini saglamak icin
hukuk bilimcilerin de dahil oldugu disiplinler arasi is birliklerine ihtiya¢ oldugu goriilmektedir. Bu
sayede, bu yeni ve ilging alan ileriye dogru hareket edebilir.

Hukuk alaninda yapay zeka caligmalarinda 6nemli konulardan biri olan yasal formalizm ve yasal
realizm konusuna (Aletras ve ark., 2016) ¢alismasinda deginmistir. Yasal realistlerin hukuki kararlar
verilirken rasyonel siireglerin etkili olmadig1 iddiasina karsilik yasal formalistlerin iddia ettigi gibi
hukuki kararlarin siniflandirilmasi, yargi kararlarinin hukuki modelini sunarak, hukukun rasyonel olarak
belirlenebilir oldugunu gostermektedir. Ayrica Aletras ve ark. (2016)’1n degindigi gibi hukuk alaninda
yapay zeka caligmalarinda veriye erigsim sorunu bulunmaktadir. Bu sorun bilim insanlarinin tiim hukuk
verileri {lizerinde ¢aligmasina bir engel olusturmaktadir. Kolayca ulasilacak biiyiik veri havuzlari
kurulmalidir.

Algoritmalar arasindaki performans degerlendirmesi, kullanilan metriklere, veri kiimesine,
problemin karmasikligina ve gereksinimlere bagli olarak degisebilir. Bu nedenle algoritmalarin
avantajlar1 ve dezavantajlar1 dikkate alinmali ve spesifik bir probleme en uygun olani se¢ilmelidir.

Bulgularda da goriildiigii gibi performans degerlendirmelerinde en iyi sonucu destek vektor
makineleri vermistir. Destek vektdr makinelerinden sonra en iyi sonucu lojistik regresyon analizi
vermigtir. Calismamizdaki gibi iki kategoriye atama islemlerinde ikili lojistik regresyon analizinin
performansinin iyi oldugu goriilmiistiir.

Rassal orman ve karar agaglar1 algoritmalar1 diger algoritmalara gore daha geride kalmistir. Her
iki algoritma da aga¢ diyagramim kullanmaktadir. Karar agaclari, basit ve anlagilir bir model yapisi
isteniyorsa tercih edilebilirken, rassal ormanlar daha karmasik problemlerde, biiyiik veri kiimelerinde
ve daha yiiksek dogruluk oranlarina ihtiya¢ duyulan durumlarda daha etkili olabilir. Rassal ormanlar,
asirt uydurma riskini azaltma ve daha genel sonuglar elde etme acgisindan da avantajlhidir. Ancak, karar
agaclari, diisiik hesaplama maliyeti ve anlasilir model yapisi gibi bazi avantajlara sahiptir. Calismamizda
elde edilen sonuclara bakildiginda rassal orman algoritmasinin karar agaclari algoritmasina goére daha
iyi sonug verdigi goriilmektedir.

Mahkeme kararlarinin siiflandirilmasi, yapay zeka tarafindan mahkeme kararlarinin tahmin
edilmesi anlamina gelmektedir. Bu da bir anlamda hakim gibi karar veren bir yapay zeka modeli olarak
karsimiza ¢ikmaktadir. Insanlarin hayatina énemli derecede etki edecek “sanal yargig” tiirii bu tip
uygulamalar icin diger yapay zeka teknik ve algoritmalarinin da test edilmesi ve buna goére en dogru
algoritmanin seg¢ilmesi gerekmektedir.
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Hayatin her alaninda oldugu gibi hukuk alaninda da yapay zeka insanlara ¢ok yararli bir arag
konumundadir. Calismamizda da goriildiigii gibi bir yapay zeka modeli 6020 adet mahkeme kararini bir
insana gore ¢ok kisa bir siirede tarayip, 6grenip siniflandirma yapabilmistir. Bu islem ile uygulamamiza
yiiklenecek yeni bir mahkeme dosyasinin “adli” veya “idari” yargi orgamindan hangisine dahil olacagi
tahmin edilebilir. Bu sekilde dava sonuglarinin tahminine yonelik yapay zeka uygulamalarinda en
onemli faktor hukuki verilerdir. Bu nedenle hukuki verilerin paylasilmasi 6nem arz etmektedir. Ne kadar
cok veri paylasilirsa ¢alismalar o kadar dogru sonug verecektir. Daha ¢ok hukuki veri ile mahkeme
kararlarinin tahmini ile gelecekte karsimiza ¢ikacak olan yapay zekaya sahip hakimin yani “sanal
yargi¢”mn yolunu agilacaktir. Bdyle bir sanal yargi¢c uygulamasimin hukuk diinyasina ve dogal olarak
tiim hayatimiza olumlu ve olumsuz sonuglar1 olacagi tahmin edilmektedir.

Insanlarin hayatina yonelik kararlar veren yapay zeka sistemlerinde en ¢ok korkulan dnyargil
kararlar veren sistemlerdir. Bir sanal yargicin dnyargili kararlar vermesi diisiincesi endise vericidir.
Bunun i¢in yapilmasi gereken veri bilimini kullanarak onyargil sistemleri dogru karar veren sistemler
haline getirmektir.

Anayasamizin 138. maddesinde “Hakimler, gérevlerinde bagimsizdirlar; Anayasaya, kanuna ve
hukuka uygun olarak vicdani kanaatlerine gore hiikiim verirler.” seklinde belirtildigi gibi hakimler
vicdani kanaat kullanirlar. Sanal yargicin karar verirken vicdani kanaati kullanamamasi bir sorundur.
Ayni zamanda sanal yargicin “takdir yetkisini” nasil kullanacagi da bagka bir sorundur.

Sanal yargi¢ ana karar mekanizmasi olarak m1 kullanilacaktir yoksa yardimci bir mekanizma mi1
olacaktir sorusu da yine tartigilmasi gereken konulardan biridir. Sanal yargicin yargilama siirecinde
diger hukuki aktorlerle iletisiminin nasil olacaglt da 6nemlidir. Bunlarla beraber yapay zekanin hizh
karar vermeye yardimci olmasi veya sanal yargicin hizlica karar vermesi yargmin yiikiiniin
hafifleteceginin gostergelerinden biridir. Boylece yargilama siireleri daha da kisalacaktir.

Sanal yargicin dis etkenlerden etkilenmemesi bir insana gore daha objektif karar alabilecegine
bir isarettir. Yapay zeka sistemlerinin insanlara gére daha az hata yaptiklart bilinmektedir. Hukukta
yapay zeka uygulamalarinin ve 6zellikle sanal yargic uygulamalarinin insanlara (insan hakimlere) gore
hata yapma orani arastirilmaya deger bir konudur.

Insanoglu mevcut durumu degistirecek gelismelere hep korkuyla yaklasir. Yeni sanal yargic
fikrine kars1 ¢ikan ¢ok olacaktir. Bu felsefi bir konu olmakla beraber yazilimcilarin algoritmalarini
gelistirmeleri agisindan hukuk aktdrlerinden tepkileri-doniitleri almalar1 ¢cok 6nemlidir.

Teknolojinin ilerlemesinin Oniine gecilemeyecektir. Yapilacak en dogru adim teknolojik
gelismelere ayak uydurmaktir. Bu anlamda yapay zeka teknolojisini bilen, anlayan ve hatta uygulayan
hukukgulara ihtiyag¢ olacaktir. Hukuk fakiiltelerinde yapay zeka dersleri verilmesi bir gereklilik olarak
karsimiza ¢ikmaktadir. Son olarak, calismamizda dava tabanh sistem kullanilmistir. Kural tabanli sistem
ve kelimelerin semantik anlamlari ile ilgilenen ¢aligmalar yapilmasi bu alanda yapilacak ¢aligmalara gii¢
katacaktir.
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