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Oz: Bu calismada amag makine 6grenmesi ve Yerel ikili Oriintii (Yi0) hakkinda genel bir bilgi verip bu bilgi 1s15mda
Tiirkiye’de yetisen korunga (Onobrychis) bitki meyvelerini makine 6grenmesi ile smiflandirmaktir. 4 farkli Korunga
(Onobrychis) tiiriine toplam 448 adet meyve gorlintiisii kullanilarak bir veri tabani olusturulmustur. Bu tiirler sirasiyla O.
cappadocica, O. argyrea, O. hypargyrea ve O. tournefortii’ dir. Korunga (Onobrychis) meyve gesitlerini siniflandirmasini
yapmak i¢in makine dgrenmesi yontemleri kullanilmistir. Kullanilan bu yontemler sirasiyla Destek Vektér Makinesi (DVM),
Naif Bayes(NB), Karar Agaclar1 (KA) ve K-En Yakin Komsu (k-EYK) olmak tizere dort farkli yontem ile siniflandirma islemi
yapilmistir. Bu dort farkli yontemin pe'!rformanslart karsilastirilip en bagarili modelin %99,6 dogru siniflandirma basari orani
ile Destek Vektor Makinesi Yontemi oldugu belirlenmistir.

Anahtar kelimeler: Makine 6grenmesi, Yerel Ikili Oriintii, Oriintii Tanima, Korunga (Onobrychis)

Classification of Fruit Types of Onobrychis with Machine Learning Approach

Abstract: In this study, the aim is to give general information about machine learning and Local Binary Pattern (LBP) and to
classify sainfoin (Onobrychis) plant fruits grown in Tiirkiye with machine learning in the light of this information. A database
was created using a total of 448 fruit images of 4 different Sainfoin (Onobrychis) species. These species are O. cappadocica,
O. argyrea, O. hypargyrea and O. tournefortii, respectively. Machine learning methods were used to classify sainfoin
(Onobrychis) fruit varieties. These methods were classified by four different methods, namely Support Vector Machine
Method, Naive Bayes Algorithm Method, Decision Trees Method and K-Nearest Neighbor Method. The performances of these
four different methods were compared and it was determined that the most suitable model was the Support Vector Machine
Method with a 99.6% correct classification success rate.

Key words: Makine 6grenmesi, Local Binary Pattern (LBP), Pattern Recognition, Onobrychis.
1.Giris

Giintimiizde bitkilerin siniflandirilmasi daha ¢ok geleneksel yontemler ile yapilmaktadir. Geleneksel bitki
siniflandirma yontemleri, botanik¢ilerin yillarca biriktirdigi gozlemsel bilgilere ve karmasik smiflandirma
kilavuzlarina dayanir. Bitkilerin morfolojik ve anatomik ozelliklerine gére uzmanlar tarafindan siniflandirilir ve
tanimlanir. Bu deneyim ve uzmanlik gerektiren siire¢ yillar siiren saha ¢aligmalart sonucunda kazanilan bir
yetenektir. Bitkilerin siniflandirilmasi igin uzman botanik¢i morfolojisi (sekil, boyut, renk, doku), anatomisi,
ireme yontemleri ve diger 6zellikleri gibi gézlemlenebilir 6zellikleri bilmelidir. Pratik ve kullanigh otomatik bir
bitki tanima sistemi olusturulmasi, bitkilerin ayristirilmasi ve yonetilmesi ac¢isindan oldukga verimli bir ¢alisma
olabilir. Makine O6grenmesiyle bitki sinifinin otomatik belirlenmesi zaten az sayida olan botanik uzmanligi
meslegindeki uzmanlik gereksiniminden kurtaracaktir. Ayrica uzmanlar tarafindan bitki siniflandirma eyleminin
manuel gergeklestirilmesi uzun zaman alan bir islem olacaktir. Makine dgrenmesi biiyiik veri kiimelerinde hizl
bir sekilde calisabilir. Bu sayede ¢ok sayida bitkiyi hizlica siiflandirabilir. Makine O6grenmesi yanlis
siniflandirmalart 6grenerek ve diizelterek zamanla daha iyi hale gelebilir. Bu durum da siirekli iyilestirmeyi
miimkiin kilar. Ayrica manuel simiflandirma i¢in bazi durumlarda mikroskopik inceleme gerekmesi ekipman ve
0zel egitim gerektirebilir. Basarili bir makine 6grenmesi algoritmasi ise buna ihtiya¢ duymaz. Ayn1 zamanda bazi
bitki tiirlerinin morfolojik ve anatomik agidan benzerligi manuel siniflandirma igin hata olasiligini arttirabilir.
Bitkilerin taninabilirligini saglamak i¢in her tiire ait bitki gesitlerin veri tabanini kurmak gerekir. Bu veri tabanini
kurmak zor ama 6nemli bir adimdir. Bitkileri dijital ortama aktararak bitki tiirlerinin ¢esitlerini siniflandirmada
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hizl1 ve iyi bir verim elde edilebilir. Meyvelerin sekil ve 6zelliklerini kullanarak bitki tohumlarini tanima yaklagimi
bu ¢aligmanin temelini olusturmaktadir [1-2].

Acar ve arkadaslar1 [3], yapmis olduklar1 g¢alismada; Zambak yapraklarinda olusan pas lekelerinin Gabor
dalgacik yontemi kullanilarak pas lekesinin olusup olugmadigini veya saglikli olup olmadigim tespit ettiler. Bu
calismada 53 resim ile ¢aligtilar. Alinan bu resimler her bir pikseline karsilik gelecek noktaya 6zellik vererek
matris olusturdular ve elde edilen bu matriksler normalizasyon ile siniflandirilarak hastaliklt m1 yoksa saglikli m1
oldugunu tespit ettiler. Caligmada zambak yapraklarindaki pas lekelerini Gabor dalgacik yontemi %80
siniflandirma basarisi elde edilmistir.

Kili¢ ve arkadaslar1 [4], narenciye yapraklarinin hastaliklarini teshis etmek amactyla 4 farkli veri seti iizerinde
calisma yaptilar. Bu veri setleri lizerinden VGG16 ve AlexNet ile iki ESA modeli olusturarak, narenciye
hastaliklarini tespit etmek i¢in kullandilar. Bu yontemde VGG16 ve AlexNet modelleri olusturulan veri setlerini
kullanarak %82,64, %93,39 ve %92,56 dogruluk oranlariyla basarili bir sekilde siniflandirdilar.

Elmas ve arkadagslar1 [5], mantar tiirlerini tespit etmek icin 18 aileye ait 472 sinifin goriintiilerini igeren
diizensiz veri, diizenlenmis veri ve diizenlenerek olusturulmus veri olmak {izere {i¢ farkli veri seti olusturdular. Bu
calismada 6 farkli evrisimli sinir agini transfer 6grenme yontemi kullanilarak egittiler. Bu transfer modelde,
diizenlenmis mantar verilerini %97,62 dogruluk orani ile en basarili veri seti olarak siniflandirmiglardir.

Baranval ve arkadaslar1 [6], Elma yaprag1 hastalig1 tanimak igin 6 farkli hastaliga ait 2462 goriintii igeren veri
seti olusturdu. Derin 6grenme ile elma yaprag: hastaliklarini tanimak i¢in DenseNet-12 derin evrisim agina dayali
ii¢ regresyon yontemi, ¢ok etiketli siniflandirma ve odak kaybi fonksiyonu ile olusan ii¢ farkli siniflandirma
yontemi kullandilar. Ug regresyon yontemindeki basar1 oran1 %93,51, cok etiketli simiflandirma yéntemindeki
basar1 oran1 %93,31 ve odak kayb1 fonksiyonundaki bagar1 oranini ise %93,71 olarak tespit ettiler. Elma yapragi
hastaligini tespiti i¢in %93,71 bagar1 orant ile odak kaybi fonksiyonunu énerdiler.

Koklu ve arkadaglart [7], 5 farkli tiirden olusan 500 asma yapragi gorilintiisiiyle bir veri seti olusturdular.
Ardindan veri arttirma kullanarak verileri 5 kat cogaltip 2500 goriintii elde ettiler. MobileNetv2 ile siniflandirma
gerceklestirdiler. Ayrica kullandiklari derin 6grenme agindan aldiklari Oznitelik vektorlerinden Ki-Kare
yontemiyle 6znitelikleri segerek destek vektor makineleri (DVM) ile siniflandirdilar. Aragtirmacilar Kiibik DVM
icin %97,6 smiflandirma basarisi elde ettiler.

Ganguly ve arkadaslar1 [8], derin 6grenme teknigiyle Bonferroni fiizyon 6grenme yontemini birlestirerek
BLeafNet isminde yeni bir yaprak goriintii siniflandirma modeli gelistirdiler. Malayakew, Leafsnap ve Flavia veri
setlerini kullanan aragtirmacilar sirasiyla %98,54, %92,22 ve %98,7 siniflandirma basarisi elde ettiler.

Belal ve arkadaglari [9], 12 tiire ait 960 benzersiz bitki ile yaklasik 5.000 adet bitki fidesi goriintiisii igeren bir
veri seti olusturdular. Bu bitki fidelerini derin 6grenme teknigi olan, Konvoliisyon Sinir Ag1 (KSA) algoritmalar1
kullanarak siniflandirma islemi yaptilar. Bu siniflandirma algoritmasi ile %99,48’ lik basari elde ettiler.

Argiieso ve arkadaglar1 [10], tarlada ¢ekilen bitki goriintiilerden bitki hastaligini tespit etmek i¢in ABD'deki
Penn State Universitesinde bulunan PlantVillage bilgi bankasindan, 14 mahsul tiirii ve 26 hastalik igeren 38 sinifla
54.303 yaprak goriintiilerini veri seti olarak kullandilar. Bu ¢alismada bitki yapraklarini siniflandirmak igin Few-
Shot Learning (FSL) algoritmasi ile ¢alistilar. Few —shot Learning algoritmasindan %90 dogruluk orani ile
siniflandirma basarisi elde ettiler.

Joggekar ve arkadaslari [11], Leafminer, Sooty Mold ve Pulvinaria ii¢ farkli narenciye hastaliklarini tespit
etmek icin 1774 narenciye yapragi goriintiisiinden olusan bir veri seti olusturdular. Siniflandirict diizeyinde
cesitlilik igin AlexNet, VGG16, ResNet50 ve Inception ResNet v2 gibi farkli mimariler kullandilar. Evrisimli
sinir aglarin (ESA) yontemi ile %99,04’liik basari elde ettiler.

Bu ¢alismadaki amag, onobrychis (korunga) bitki meyvelerini tanimak ve taninan meyveleri siniflandirmaktir.
Siniflandirma i¢in 4 farkli takson sinifindan 448 goriintiiden olusan bir veri seti olusturulmustur. Toplanan
goriintiilerden yerel ikili oriintii (YIO) 6zellikleri ¢ikarilmistir. Sonra YiO 6zellikleri cesitli makine dgrenmesi
siiflandiricilart araciligiyla siiflandirilmistir. Bu siniflandirma islemi sayesinde botanikgiler Onobrychis cinsini
rahatlikla taniyabilecek ve siniflandirabilecektir. Boylece iklim ve toprak yapisina uygun bitki se¢imini yaparak
daha verimli iiriin elde etmesine olanak saglayacaktir.

2. Materyal ve Metod
Tiirkiye’ nin degisik bolgelerinde yetisen Onobrychis (korunga) cinsine ait 4 farkli taksondan 448 farkli

meyve toplanarak bir veri tabani olusturulmustur. Onobrychis cinsine ait tiirler sirasi ile O. cappadocica, O.
argyrea, O. hypargyrea ve O. tournefortii ‘dir. Asagidaki Sekil 1’de tiirlere ait drnek goriintiiler verilmistir [12].
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a) O. cappadocica

LK

b) 0. argyrea

d) O. tournefortii
Sekil 1. Kullanilan Onobrychis (korunga) bitkisine ait resimler
a) O. cappadocica, b) O. argyrea, c) O. hypargyrea ve d) O. tournefortii

Onobrychis bitkisine ait taksonlar Tiirkiye genelinde farkl: lokalitelerden toplanarak goriintiileri veri tabanina
kaydedilmistir. Her nesne ayirt edilebilecek bir fon iizerine yerlestirilerek ve meyve ile kamera arasinda 40 cm
yiikseklik olacak sekilde goriintiileri alinmistir. Bu alina goriintiiler veri tabanina kaydedilmistir. Bu ytikseklikten,
6l¢timleme nesnesi olarak kullanilan uzunlugu bilinen bir nesnenin goriintiisii alinmig, paranin resimdeki boyutlari
ile gercek boyutlart karsilagtirilmis ve degerlerin ayni oldugu goriildigiinden kullanilan yiikseklik gegerli
kilmmugtir [12]. Elde edilen goriintiilerin boyutu 300x300 diir.

Bu ¢alismanin amac1 Onobrychis cinsine ait meyvelerden etkili 6zellikler elde ederek bu dzellikler iizerinden
goriintiilerin siniflandirilmasidir. Bu ¢calismada Destek Vektor Makinesi, Naif Bayes Algoritmasi, Karar Agaglari,
K-en Yakin Komsu gibi makine O6grenmesi siniflandirma algoritmalar1 kullanilarak smiflandirma islemi
gergeklestirilmistir.

3. Yerel ikili Oriintii (YIO)

YIO operatorii yerel komsuluk degerlerine dayali bir 6zellik ¢ikarma ydntemidir. Bu yoéntem ilk olarak Zhou
vd. tarafindan ortaya cikarilmustir [13]. YIO, her bir pikselin komsu piksellerle karsilastiriimasina dayanir, bu da
yerel 6zelliklerin vurgulanmasina yardimer olur. Bitki tohumlari gibi nesnelerin benzersiz yerel 6zellikleri, tanima
ve siniflandirmada énemlidir. YIO, goriintiilerdeki dokusal bilgiyi yakalamak igin etkili bir yontemdir. Bitki
tohumlarinin yiizey dokusu ve deseni, bitki tiirlerini ayirt etmek icin énemli bir dzelliktir ve YIiO bu 6zelligi
vurgular. YIO, 6zellik vektorlerini diisiik boyutlu tutarak, veri boyutunu azaltabilir ve hesaplama maliyetini
disiirebilir. Bu durum, biiyiik veri setleri iizerinde etkili bir sekilde ¢alismay1 kolaylastirabilir. Bitki tohumu
simiflandirmada efektif olabilecek bu giiglii yanlarindan 6tiirii calisma igin 6znitelik olarak Y10 secilmistir.

YIO, bir goriintiiniin mikro &riintiilerden olustugunu varsayar. Bu mikro driintiiler tekdiize(uniform) ve tekdiize
olmayan oriintiiler seklinde ikiye ayrilmaktadir. Genel olarak YIO ’niin uygulandigi ¢alismalarda tekdiize
oriintiiler kullamlmaktadir. YIO operatorii, goriintiiniin her pikseli i¢in bir etiket olusturmaktadir [13]. Merkez
piksel in komsu piksellerle karsilastiriimasi sonucu elde edilen ikili tabandaki say1 merkez piksel icin YIO degerini
ifade etmektedir. YIO degerleri goriintiideki her pikselin komsulari arasindaki farkin basamak fonksiyonu ile
ikililestirilmesi ile elde edilir. YIO etiketi asagidaki esitlik ile elde edilir [14].
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P-1
ViOpa(X) = ) u(Hy = Xo)27 ()
p:
1,y = 0ise
() = {O,y oy )

Denklem (1)’de belirtilen X, YiO etiketi iiretilen merkez pikseli, Xp, merkez pikselin komsularmi, R
komsularin merkez piksele olan uzakligini, P ise isleme sokulan komsu sayisini belirtir [15]. Denklem 2’ de ise
merkez pikselin komsular1 arasindaki mesafenin sifira veya sifirdan biiyiik oldugunda 1 sonucu iirettigini sifirdan
kiigiik oldugunda ise sifir degerini iirettigini belirten denklemdir. Bu yap1 farkli dairesel komsuluklar iginde
kullanilabilirligini gostermektedir. Farklt P ve R degerlerin kullanilmasi ile farkli 6lgekteki dokularin analizini
gerceklestirmek miimkiin olmaktadir [15]. Sekil 2°de farkl1 YIiO operatorleri verilmistir.

(PR)=(8,1) (P.R)=(12.25) (PR)=(16.4)

Sekil 2. Farkli P ve R parametrelerine gore YiO operatérleri [16].

Sekil 3’te de YIO operatérii ile bir pikselin etiketlenmesine iliskin 6rnek verilmistir.

65 2 1[0 |0
7 |6 |1 | Cooveshon> |1 IO
8|87 1[1[1

Binary code = 11110001
LBP =1+ 16+32 + 64 + 128 = 241

Sekil 3. Bir piksel icin YIO degerin elde edilmesi [17]

Her Y10 sayisal degerin tiimii doku analizinde kullanilmaz [17]. Tekdiize oriintiiler, YIO dilinde 1-0 veya 0-
1 gibi gegis sayilar1 2 veya 2’den daha az olanlardir. Ornek verecek olursak 11111 ve 00000 driintiileri herhangi
say1 gecisi olmadigindan 0 gegise, 001100 ve 111011 Oriintiileri ise 2 say1 gegisine sahip olduklarindan tekdiize
ortintiiler olarak ifade edilir. Ancak 10111010 sayis1 5 gecisli 00100100 sayis1 ise 4 gegisli bir say1 olduklarindan
bunlar tekdiize riintii degildir. 3x3 alt resimler i¢in 256 farkl1 YIO kodu olusmaktadir. Bunlarin 58 tanesi tekdiize
oriintiidiir. Tekdiize olmayan &riintiilerin tiimii tek bdlmede toplanarak toplam 59 bdlme elde edilir. YIO
histogramlar1 bu 59 6riintii iizerinden ¢ikarilmaktadir [18].

YIO merkez pikselin komsular ile arasindaki siralamasini aynen alir, fakat komsularm siralamasini almaz.
Bundan dolay ikilik say1 arasindaki gegis diizenine bakarak YIO’niin diizenli olup olmadigina karar verilir.
Diizenli olabilmesi i¢in 6lgiit olarak 1-0 veya 0-1 gecislerin en fazla iki tane olmasi sart1 kosulur.256 YIO kodu
incelendiginde ise 58 tanesi diizenli 198 tanesi ise diizensizdir. Diizenli YIO kodlarin bulunmast igin asagidaki
denklemler kullanilir. Denklem 3’ de ve Denklem 4’te belirtilen U. merkez pikselin diizenlilik 6l¢iisii iken s ise
0zel doniisiim fonksiyonunu belirtir [19].

p—1
Ue =Y Is(g: = 9) = 5(gis — 90| 3

i=0
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P-1
YIOC] = le(gl - gc)_eger UC < ]'] =2 (4)
=0
P + 1, aksi takdirde

Histogram, YIO ile etiketlenen resim iizerindeki verilerin dagilimlarmi belirlemek igin kullanir. Goriintii
iizerinde genel bir histogram olusturmaktansa, lokal dagilimlara gore histogram olusturmak goriintiiyli sisteme
tanitma isleminde daha basarili olacaktir. Lokal histogrami olusturmak i¢in resim belirli boyutlarda (20x20 gibi)
bloklara ayrilir. Daha sonra elde etmis oldugumuz her bir blogun histogrami ¢ikarilir. YIO lerde diizenli olanlar,
dikkate almir. Her blokta 58 adet diizenli blok oldugundan bunlar dikkate alinir. Diizensiz olanlar igin ise tek bir
deger tutmak yeterli olacaktir. Ornek verilecek olursa 10x10°luk bloklar i¢in 59x100 tane 6zellik vektorii bulunur.
Sekil 4’te goriildiigii gibi alt bloklardan olusmus histogramlar ug uca eklenerek YiO lokal histogrami olusturulur
[20].

Sekil 4. YIO Histogrammin elde edilmesi [21]

4. Bulgular ve Tartisma

Siniflandirma kavrami, verinin daha 6nceden belirlenen sonuglara uygun olarak ayristirilmasini saglayan bir
yontemdir. Siniflandirma algoritmalari, daha dnceden verilen egitim kiimesinden bu ayrisma seklini 6grenirler ve
daha sonra smifi belli olmayan test verileri verildiginde dogru sekilde ayristirmaya ¢alisirlar. Sonuglar, daha
onceden bilindigi igin siniflama, veri kiimesini denetimli (supervised) olarak dgrenirler. Siniflandirma yontemleri,
verilen bir egitim kiimesinden bu dagilim seklini diger bir deyisle hangi parametreler ile gozlemlerin hangi
kategorilere ayrisacagini 6grenirler ve daha sonra test verileri geldiginde dogru sekilde siniflandirmaya ¢aligirlar.
Veri kiimesi tizerinde verilen bu siniflar1 belirten degerlere etiket ismi verilir ve gerek egitim gerekse test sirasinda
verinin sinifinin belirlenmesi i¢in kullanilirlar [21,22].

Bu ¢alismada amacimiz Onobrychis cinsine ait meyvelerden etkili 6zellikler elde ederek bu ozellikler
iizerinden goriintiilerin siniflandirilmasidir. Bu ¢aligmada Destek Vektor Makinesi, Naive Bayes Algoritmasi,
Karar Agaglari, K-en Yakin Komsu ve Logistik Regrasyon yontemleri gibi farkli siniflandirma algoritmalari
kullanilarak siniflandirma islemi gergeklestirilmistir. Bu siniflandirmaya ait sonuglar Tablo 1’de verilmis ve
asagidaki bolimlerde detaylandirilmistir..

Tablo 1. Smiflandirma Sonuglart

Simiflandirma Elde edilen
Metodu simiflandirma basarisi
DVM 99,6
Naive Bayes 96,2
Karar Agaclari 92,4
k-EYK 96,2

4.1 Destek vektor makinesi yontemi

Destek vektor makineleri (DVM), iki farkli modelde kullanilmaktadir. Birincisi regresyon analizi ikincisi ise
siiflandirma modelidir. Denetimli 6grenme modeline dayandigindan simiflandirma modeli daha ¢ok tercih
edilmektedir. Bu yontem caligacak verinin tipine baglh olarak, ¢ekirdek fonksiyonlarinda da kullanilabilmektedir.
Bu 6zelliginden dolayi lineer ve lineer olmayan siiflandirma islemlerini gergeklestirebilmektedir. Siniflandirma
modeli uygulanirken verinin yapisina bagli olarak iki farkli diizlem goriilmektedir. Eger tam ayristirilabilir veri
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kullanilirsa veriler hiper diizlem ile siniflandirilir. Tam tersi durumda veriler tam ayristirilamayan durumda
kullanilmigsa ayni boyutta tek bir diizlemde siniflandirma islemi gergeklesir. Bu 6zelliginden dolay1 farkl cekirdek
fonksiyonlar tercih edilmektedir [23].

Model 1.9

True Class

100.0% 100.0%

1 2 3 4
Predicted Class

Sekil 5. Kuadratik DVM Karmasgiklik Matrisi

Sekil 5’te gosterilen Kuadratik DVM siniflandirma modeline gore asagidaki sonuglar elde edilmistir:

Birinci satirda gosterilen O. cappadocica bitki meyvesi diger meyve cesitlerinden %98,2 dogruluk orani ile
ayrigmistir.

Ikinci satirda gosterilen O. argyrea bitki meyvesi diger meyve gesitlerinden %100 dogruluk orani ile
ayrigmistir.

Uciincii satirda gosterilen O. hypargyrea bitki meyvesi diger meyve ¢esitlerinden %100 dogruluk orani ile
ayrigmistir.

Dordiincii satirda gosterilen O. tournefortii bitki meyvesi diger meyve ¢esitlerinden %100 dogruluk orani ile
ayrigmistir.

Yukaridaki sonuglara gore, Kuadratik DVM siniflandirma modeline goére basar1 orani %99,6 ¢iktig
goriilmektedir. Bu basar1 oranina gore O. cappadocica bitki meyvesi %98,2 dogruluk orani ile ortalama basari
oraninin altinda kaldigi, O. argyrea’nin meyvesi %100, O. hypargyrea nin meyvesi %100 ve O. tournefortii’nin
meyvesi %100 dogruluk oranlari ile ortalama basari oraninin iistiinde oldugu goriilmektedir. Quadratic Svm
siniflandirma modeli O. argyrea, O.hypargyrea ve O. tournefortii bitki meyvelerinde daha basarili bir sonug
verdigi soylenebilir.

4.2 Naive bayes algoritma yontemi

Naive Bayes algoritma yontemi, siniflandirma iglemi i¢in daha 6nce sisteme tanitilmis olan verileri kullanarak
daha sonra verilen verinin hangi sinifa dahil olacagini tahmin eden istatistik tabanli bir algoritma yontemidir.
Calisma yontemi olarak, sisteme tanitilmis olan verilerin ve siniflarin bulunma sikligini hesaplayip, bu hesaba gore
yeni gelen verinin hangi smifa dahil olacagmi tahmin eder. Kolay uygulanabilirligi ve hizli hesaplama
yonteminden dolay1 veri madenciligi siniflandirma modelleri i¢inde en fazla tercih edilen algoritma yontemidir
[23].

Sekil 6°’da gosterilen Gaussian Naive Bayesian siniflandirma modeline gore asagidaki sonuglar elde
edilmistir:
Birinci satirda gosterilen O. cappadocica bitki meyvesi diger meyve ¢esitlerinden %94,5 dogruluk orani ile
ayrigmistir.
Ikinci satirda gosterilen O. argyrea bitki meyvesi diger meyve cesitlerinden %97,4 dogruluk orani ile
ayrigmistir.
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Ucgiincii satirda gosterilen O. hypargyrea bitki meyvesi diger meyve cesitlerinden %97,4 dogruluk oram ile
ayrigmistir.

Dordiincii satirda gosterilen O. tfournefortii bitki meyvesi diger meyve ¢esitlerinden %95,4 dogruluk orani
ile ayrismustir.

Model 1.6

True Class

3
Predicted Class

Sekil 6. Gaussian Naive Bayesian Karmagsiklik Matrisi

Yukaridaki sonuglara gore, Gaussian Naive Bayesian siniflandirma modeline gore basari oran1 %96,2 ¢iktigi
goriilmektedir. Bu basari oranina gore O. cappadocica bitki meyvesi %94,5 ve O. tournefortii bitki meyvesi %95,4
dogruluk oranlari ile ortalama bagar1 oraninin altinda kaldigi, O. argyrea’nin meyvesi %97.4 ve O. hypargyrea’nin
bitki meyvesi %97,4 dogruluk oranlar1 ile ortalama basar1 oraninin {istiinde oldugu gériilmektedir. Gaussian Naive
Bayesian siniflandirma modeli O. argyrea ve O. hypargyrea’ nin meyvelerinde daha basarili bir sonug verdigi
sOylenebilir.

4.3 Karar agaclar1 yontemi

Karar agac1 modeli isminden de anlasilacag iizere agag yapisina benzetilmektedir. Agag yapist gibi kok, dal
ve yapraklardan olugmaktadir. Karar agaglari siniflandirma islemini ilk koklerde yapar, daha sonra sirastyla
diigtimler, dallar ve yaprak (karar sinifi) seklinde gider. Agac yapisinda yapraklar elde edilinceye kadar devam
eder. Diigiim noktalar1 karar verme isleminin yapildig: yerdir. Buradaki sonuca gore dallar olusur ve elde edilen
dallara gore yapraklar elde edilir. Eger yaprak olugsmuyorsa diiglim olusturulur ve bu islem yaprak (karar sinift)
olusuncaya kadar devam edilir [24].

93



Onobrychis Bitkisine Ait Meyve Tiplerinin Makine Ogrenmesi Yaklasimiyla Smiflandiriimast

Model 1.1

True Class

2 3
Predicted Class

Sekil 7. Fine Tree Karmasiklik Matrisi

Sekil 7°de gosterilen Fine Tree siniflandirma modeline gore asagidaki sonuglar elde edilmistir:

Birinci satirda gosterilen O. cappadocica’nin bitki meyvesi diger meyve gesitlerinden %84,6 dogruluk orani
ile ayrismustir.

Ikinci satirda gosterilen O. argyrea’nin bitki meyvesi diger meyve gesitlerinden %96,4 dogruluk orani ile
ayrigmistir.

Ucgiincii satirda gosterilen O. hypargyrea’nin bitki meyvesi diger meyve cesitlerinden %95,7 dogruluk orani
ile ayrismustir.

Dordiincii satirda gosterilen O. tournefortii’nin meyvesi diger meyve ¢esitlerinden %93,3 dogruluk orani ile
ayrigmistir.

Yukaridaki sonuglara gore, Fine Tree siniflandirma modeline gore basar1 oran1 %92,4 ¢iktig1 goriilmektedir.
Bu basar1 oranina gore O. cappadocica’nin bitki meyvesi %84,6 dogruluk orani ile ortalama basart oraninin altinda
kaldigi, O. argyrea’nin meyvesi %96,4, O. hypargyrea nin meyvesi %95,7 ve O. tournefortii’nin meyvesi %93,3
dogruluk oranlari ile ortalama basar1 oraninin iistiinde oldugu goriilmektedir. Fine Tree siniflandirma modeli O.
argyrea, O. hypargyrea ve O. tournefortii meyvelerinde daha basarili bir sonug verdigi sOylenebilir.

4.4 K-En yakin komsu yontemi
k-EYK smiflandirma yontemi en eski ve en basit yontemlerden biridir k-EYK modelinde, yeni gelen verinin
daha dnceden K kategoriye ayrilmis olan verilere yakinligini inceler. Yeni bir veri geldiginde en yakin komsusuna

bakip, verinin hangi smifta olduguna karar verir. Basit olmasina ragmen rekabetci sonuglar elde edilir. Bazi
durumlarda, karmagik 6grenme algoritmalarindan daha iyi sonuglar elde eder [24].
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Model 1.14

1 93.9% 0.9% 37%

True Class

100.0%

3
Predicted Class

Sekil 8. K-EYK i¢in Karmasiklik Matrisi

Sekil 8’de gosterilen Fine Knn siniflandirma modeline gore asagidaki sonuglar elde edilmistir:

Birinci satirda gosterilen O. cappadocica’nin meyvesi diger meyve gesitlerinden %93,9 dogruluk orani ile
ayrigmistir.

Ikinci satirda gosterilen O. argyrea ’nin meyvesi diger meyve gesitlerinden %98,2 dogruluk orani ile
ayrigmistir.

Uciincii satirda gosterilen O. hypargyrea *nin meyvesi diger meyve cesitlerinden %100 dogruluk orani ile
ayrigmistir.

Dordiincii satirda gosterilen O. fournefortii’nin meyvesi diger meyve ¢esitlerinden %96,3 dogruluk orani ile
ayrigmistir.

Yukaridaki sonuglara gore, Fine Knn simiflandirma modeline gore basari orani %96,2 ¢iktig1 goriilmektedir.
Bu bagar1 oranina gore O. cappadocica’nin meyvesi %93,9 ve O. tournefortii’nin meyvesi %96,3 dogruluk oranlari
ile ortalama basar1 oraninin altinda kaldigi, O. argyrea’nin meyvesi %98,2 ve O. hypargyrea’nin meyvesi %100
dogruluk oranlar ile ortalama basar1 oraninin {istiinde oldugu goriilmektedir. Fine Knn siniflandirma modeli O.
argyrea, O. hypargyrea ve O. tournefortii bitki meyvelerinde daha basarili bir sonug verdigi sdylenebilir.

5. Sonuclar

Bu calismada, Onobrychis cinsinin 4 taksonuna (O. cappadocica, O. argyrea, O. hypargyrea ve O.
tournefortii) ait meyve goriintiileri kullanilarak siniflandirma islemi gergeklestirildi. Bu siniflandirma islemi igin
dort farklt makine 6grenmesi algoritmasi kullanildi.

[lk kullanilan siiflandirma algoritmast DVM simiflandirma algoritmasidir. Dogrusal DVM, ikinci dereceden
Kuadratik DVM, Kiibik DVM, kaba gauss DVM ve ¢ekirdek DVM olmak iizere bes farkli tip DVM simiflandirma
yontemi kullanildi. Bu yontemler arasinda ikinci dereceden kuadratik DVM yontemi %99,6 ile en yiiksek
siniflandirma basarisi veren yontem olmustur.

Kullanilan bir diger simiflandirma algoritmasi Naive Bayes algoritmasidir. Gauss Naive Bayes ve Kernel

Naive Bayes olmak iizere iki farkli siniflandirma yontemi uygulandi. Bu yontemler arasinda Gauss Naive Bayes
siniflandirma yontemi %96,2 ile en yiiksek siniflandirma basarisi veren yontem olmustur.
Kullanilan bir diger siniflandirma algoritmasi Karar agaglar algoritmasidir. Giizel agag, ortalama agag, kaba agac,
giiclendirilmis agaglar, yilikseltilmis agac ve torbali agag olmak iizere alt1 farkli siniflandirma yontemi uygulandi.
Bu yontemler arasinda giizel aga¢ siniflandirma yontemi %92,4 ile en yiiksek siniflandirma basarisin1 veren
yontem olmustur.

Kullanilan bir diger siniflandirma algoritmasi k-EYK smiflandirma algoritmasidir. Iyi k-EYK, ortalama k-
EYK, kaba k-EYK, kosiniis k-EYK, kiibik k-EYK, agirlikl1 k-EYK ve artirilmis k-EYK olmak tizere yedi farkli
simiflandirma yontemi uygulandi. Iyi k-EYK smiflandirma yéntemi %96,2 ile en yiiksek siniflandirma basarisim
veren yontem olmustur.
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Dort farkli algoritmayla toplamda 20 farkli makine 6grenmesi yontemi ile siniflandirma gergeklestirilmistir.
Bu 20 farkli siniflandirma yontemi icerisinde en basarili yontem %99,6 basar1 orani ile ikinci dereceden DVM
(Quadratic SVM), smiflandirma yontemi oldugu soylenebilir. Elde edilen sonuglar +0,77 hata toleransi ile
dogruluk gostermektedir. Calismanin en biiyiik avantaji yliksek smiflandirma basar1 orami ile dogru bir
siniflandirma yapabilmesidir. Caligmanin dezavantaji 448 goriintii kullanilmis olmasidir. Bu veri sayis1 yetersiz
gelebilecektir. Gelecekte daha ¢ok kategori igeren daha biiyiik bir veri seti kullanilmasi ile ¢aligma daha ileri bir
noktaya tagmabilir.
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