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Öz 

Kıtasal deformasyonları anlayabilmek ve yorumlayabilmek için farklı yaklaşımlar ve modeller bulunmakta olup, 

bunlardan biri de blok modelleme yöntemidir. Blok modelleme yardımıyla plaka hareketleri, kayma hızları, faylardaki 

kilitlenme derinlikleri, Euler kutbu gibi parametreler belirlenebilmektedir. Ancak, blok sınırları ne kadar iyi belirlenirse, 

modelleme sonuçları o kadar gerçeğe yaklaşmaktadır. Blok modellemenin en önemli adımlarından biri blok sınırlarının 

tespiti olup, kümeleme işlemi bunun için bir araç olarak kullanılabilmektedir. Kümeleme analizi, kümelemeye konu 

verideki benzerlik ve farklılıklara dayanarak veriyi benzer gruplara atamaktadır. Bu çalışmada, çalışma alanı olarak 

Türkiye belirlenmiştir. Bu kapsamda Türkiye'nin en güncel Küresel Navigasyon Uydu Sistemi (Global Navigation 

Satellite Systems – GNSS) hız alanı topluluk kümeleme algoritması ile kümelenmiş ve bu hız alanına uygun blok sınırları 

belirlenmiştir. Türkiye için %22’si sürekli ve %78’i kampanya tipi verilerden oluşan GNSS gözlemlerinin birarada 

değerlendirilerek güncellenmiş hız alanı ilk defa bu çalışma ile kümelenmiştir. Kümeleme öncesinde üç ayrı yöntemle, 

Davies-Bouldin, Gap (gap istatistiği) ve Silhouette ile, veriye en iyi uyum sağlayan optimum küme sayısı (GNSS hız 

alanına en uygun küme sayısı) tespit edilmiştir. Daha sonra, k-ortalamalar, HAC ve spektral kümeleme teknikleri 

kullanılarak güncel GNSS hızları kümelenmiştir. Son olarak, Meta-Kümeleme Algoritması (Meta-CLustering Algorithm 

- MCLA) olan topluluk kümeleme tekniği ile güncel hız alanı yatay bileşenleri kümelenmiş ve sonuçlar paylaşılmıştır. 

 

Anahtar kelimeler: Blok sınırlarının belirlenmesi, GNSS, Güncel hız alanı, Kümeleme, Meta-Kümeleme 

 

 

Abstract 

Although there are different approaches and models to understand and interpret the structures in crustal deformations, 

one of them is the block modeling method. Using block modeling, one can determine plate movements, parameters such 

as slip rates, locking depths or Euler poles on faults. However, the accuracy of the block modeling results is related to 

how well the block boundaries are determined. One of the most important steps of block modeling is the detection of block 

boundaries and clustering can be used as a tool for this. Cluster analysis assigns data to similar groups based on 

similarities and differences in the data subject to clustering. In this study, Türkiye was determined as the study area. In 

this context, we utilized the ensemble clustering algorithm to cluster recent Global Navigation Satellite Systems (GNSS) 

velocity field in Türkiye and determine block boundaries. Current GNSS velocity field, which consists of 78% survey and 

22% continuous type GNSS data processed together, used for clustering analysis for the first time in this study. Before 

clustering, we employed three different methods - Davies-Bouldin, Gap statistics, and Silhouette - to determine the optimal 

number (cluster number that best fit to GNSS velocity field) of clusters. Then, k-means, HAC, and spectral clustering 

techniques were then applied to cluster current GNSS velocities. Finally, we utilized the Meta-Clustering Algorithm 

(MCLA) as an ensemble clustering technique to cluster the horizontal components of the current velocity domain and 

present our findings. 
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1. Giriş 

1. Introduction 

 

Türkiye’nin tektoniği, Avrasya ve Arap levhalarının çarpışmaları, bu çarpışma sonucu oluşan kaçış, Kıbrıs ve 

Helen yayları boyunca Anadolu ve Afrika levhalarının oluşturduğu yitim zonları gibi etkiler nedeniyle 

karmaşık bir yapıya sahiptir (McClusky vd., 2000). Bu süreçlerin sonucu olarak meydana gelen Kuzey 

Anadolu Fayı (KAF) ve Doğu Anadolu Fayı (DAF) bölgenin en önemli doğrultu atımlı faylarını 

oluşturmaktadır. Bu yapıları anlamak ve yorumlayabilmek için birçok model kullanılmakla birlikte, blok 

modelleme yüzey deformasyonlarına en yakın sonuçları üretmektedir (Thatcher, 2009). Modelleme 

sonuçlarının gerçeğe yaklaşması blok sınırlarının ne kadar iyi belirlendiği ile alakalıdır. Birçok araştırmacı 

blok sınırlarını belirlerken haritalanmış fay yüzey izlerini, sismoloji verilerini ve/veya GNSS hız alanını 

kullanmış olmakla birlikte blok sınırlarının belirlenmesi yoruma açık ve özneldir (Reilinger vd., 2006; 

Thatcher, 2009). 

 

Blok sınırları belirlenirken kullanılabilecek bir yöntem de kümeleme yöntemidir. Kümeleme analizi herhangi 

kümelemeye konu verideki benzerlik ve farklılıklara dayanarak veriyi benzer gruplara atamaktadır. 2000’li 

yıllardan itibaren bu yöntem GNSS hızlarının kümelenmesinde de kullanılmakta olup, blok modelleme 

öncesinde, blok sınırlarını belirlemeye yardımcı olarak da kullanılabilmektedir. 

 

Kümeleme analizi, aynı bloklar üzerinde GNSS ile elde edilen yatay hızların birbirleri ile olan benzerliklerini 

dikkate alarak herhangi bir öncül bilgi olmaksızın küme/blok sınırlarını belirlemek amacıyla, bir çözüm olarak 

kullanılabilmektedir. Küme analizi, ilk olarak 1932 yılında Driver ve Kroeber tarafından Antropoloji alanında 

gerçekleştirdikleri ufuk açıcı çalışma ile başlamıştır (Driver & Kroeber, 1932). Son 20 yıllık süreçte ise, veri 

madenciliği, örüntü tanıma, istatistik ve makine öğrenimi gibi çok sayıda gerçek dünya probleminin 

çözümünde ele alınmaktadır (Vega-Pons & Ruiz-Shulcloper, 2011; Golalipour vd., 2021). Buna ek olarak, 

birçok çalışma disiplininde olduğu gibi jeodezik çalışmalarda blok modellemeler öncesinde blok sınırlarının 

belirlenmesinde de kullanılmıştır (Savage & Simpson, 2013a; Özarpacı vd., 2023). Simpson vd. (2012), San 

Francisco Körfez bölgesinde yer alan 168 sürekli Küresel Konumlandırma Sistemi (Global Positioning System 

- GPS) hız verisinin kümelenmesi için Birleştirici Hiyerarşik Kümeleme (Hierarchical Agglomerative 

Clustering – HAC) ve k-medoidler yaklaşımlarını karşılaştırmalı olarak incelemiştir. Her iki yöntem için de 

kümeleme öncesinde kümelerin beklenen değerlerinin karelerinin toplamının, beklenen değerlerine göre log 

olarak farkını karşılaştırmaya dayanan Gap istatistik tekniği kullanılmıştır ve en uygun küme sonuçlarının 4’lü 

kümeler ile sağlandığı görülmüştür. Kümeleme ile küme/blok sınırları boyunca bölge bölge hem kilitli ve hem 

de deprem üretmeden yavaş kayma hareketi (krip) olan üç büyük fay ile uyumlu sonuçlar elde edilmiştir. 

Savage ve Simpson (2013a;b), k-medoidler ve Euler-vektör kümeleme yöntemlerini kullanarak sırasıyla 

Mojave bloğu, Sierra Nevada bloğu, Kuzey Walker Lane Kuşağı, Orta Nevada Sismik Kuşağı ve Kaliforniya-

Nevada bölgelerini kapsayan bir GPS ağında hızları kümelemiştir. Savage ve Simpson (2013a) ayrıca 

kümeleme işlemine GPS istasyonlarının konum bilgisini de eklemiş ancak sonuçlar üzerinde bir değişiklik 

görmemiştir. Savage ve Wells (2015), Kuzeybatı Pasifik bölgesinde bulunan 319 GPS istasyona ait hızlar için 

ilk olarak k-medoidler yöntemi ile en uygun kümeleme (k = 2 – 10) sonuçlarını tespit etmiş ve elde edilen 

sonuçları Euler-vektör kümelemesi için başlangıç olarak kullanmıştır. Elde edilen bulgulara göre, McCaffrey 

vd. (2013) tarafından aynı bölgede önerilen ana blok sınırları ile tutarlı kümeleme sonuçları ortaya koymuştur. 

Savage (2018), Japonya’nın güneybatısındaki 469 GEONET istasyonuna ait (ortalama olarak 1996-2006 

yılları arasında) hızları Euler-vektör yöntemi kullanarak kümelemiş ve ana blok sınırlarını tanımlamada bu 

kümeleme yönteminin yararlı olduğunu belirlemiştir. Özdemir ve Karslıoğlu (2019), Türkiye’deki GPS 

hızlarını k-ortalamalar, HAC ve Gauss Karışım Modeli (Gaussian Mixture Model - GMM) yaklaşımlarını 

kullanarak kümelemiştir. Özellikle, bölgede yer alan KAF ve DAF gibi en önemli aktif faylar boyunca 

kümeleme yöntemlerinin uyumlu sonuçlar verdiğini tespit etmiş ve bu yöntemlerde optimum küme sayısının 

belirlenmesi için Silhouette kullanılmıştır. Takahashi vd. (2019), Tayvan’da bulunan (2007 – 2013 yılları 

arasında) 281 sürekli GNSS istasyonuna ait hızları HAC yöntemi ile kümelemiştir (k = 2 – 11). Sonuç olarak, 

küme sonuçlarının tektonik özellikleri yansıttığını belirtmiştir. Granat vd. (2021), Kaliforniya ve çevresinde 

bulunan 919 istasyona ait yatay hızların yanı sıra düşey hızlar ve coğrafi koordinat bilgilerini bir arada k-

ortalamalar yöntemi ile kümelemiştir (k = 2 – 10). Bu işlemleri gerçekleştirirken bölgedeki deprem anı, deprem 

sonrası deformasyonları ve yer değiştirmeleri dikkate almıştır. Özarpacı vd. (2023), Türkiye’deki üç farklı veri 

setine ait sürekli ve kampanya GNSS istasyonlarının hızlarını k-ortalamalar yöntemi ile kümelemiştir. Ayrıca, 

diğer çalışmalardan farklı olarak, kümeleme işlemi öncesinde Davies-Bouldin indeks, Elbow yöntemi, Gap 

istatistiği ve Silhouette yöntemi gibi çeşitli iç göstergeler kullanarak optimum küme sayılarının belirlemiş ve 
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bu veri setleri üzerindeki etkilerini incelemiştir. Son olarak, Kılıç ve Özarpacı (2022), Türkiye’de bulunan 188 

sürekli GNSS istasyonuna ait hızlar üzerinde ilk kez Hibrit Çift Parçalı Graf Formülasyonu, Meta-Kümeleme 

Algoritması ve Negatif Olmayan Matris Faktörizasyonu (Hybrid Bipartite Graph Formulation – HBGF, Meta-

CLustering Algorithm – MCLA ve Non-Negative Matrix Factorization-based clustering- NMF) odaklı 

topluluk kümeleme yöntemleri kullanarak küme/blok sınırlarının uyumunu incelemiştir. Tekli kümeleme 

algoritmalarına göre küme/blok sınırları hakkında daha iyileştirilmiş çözümler sunabileceklerini ortaya 

koymuş ve MCLA yönteminin GNSS verileriyle elde edilen hız alanının kümelenmesi analizinde 

kullanılabileceğini göstermiştir. 

 

GNSS verilerinden elde edilen hızlarının kümelenmesinde tekli kümeleme uygulamaları çok çeşitli olması ve 

yaygın bir şekilde kullanılmasına rağmen, kendine özgü çeşitli sınırlamaları mevcuttur. İlk olarak, kümeleme 

işlemi doğası gereği denetimsiz bir öğrenme yöntemi olarak bilinmekte ve genellikle darboğaz bir problem 

oluşturmaktadır. Denetimli öğrenmeden farklı olarak, etiketsiz verileri anlamlı kümeler halinde 

gruplamaktadır ve dolayısıyla veriler hakkında öncül bir bilgi bulunmamaktadır (Jain vd., 1999; Alqurashi & 

Wang, 2019). 

 

İkinci olarak, Kleinberg (2002) tarafından ele alınan “Kümeleme için Olanaksızlık Teoremi” adlı çalışmadan 

yola çıkarak, farklı problemler için uygun ve optimum sonuçlar üretebilen tek bir kümeleme algoritmasının 

ve/veya belirli bir problem için herhangi bir kümeleme algoritmasının seçimi hakkında evrensel bir standart 

fikir birliği bulunmamaktadır.  

 

Üçüncü ve son olarak, kümeleme çalışmalarında ele alınan çeşitli yöntemlerin birbirlerine göre bazı avantaj 

ve dezavantajları bulunmaktadır. Örneğin, konveks yapıda olmayan kümeleri bazı algoritmalar (örn. bölütleme 

odaklı algoritmalar) tespit edemezken, hiyerarşik ve graf (çizge) temelli çalışan bazı algoritmalar rastgele şekil 

gözlemlerine sahip veriler ile daha uyumlu çalışmaktadır. Dolayısıyla, çeşitli kümeleme algoritmalardan her 

biri, benzer bir veri kümesine örtük veya açık bir şekilde belirli bir yapı empoze ederek farklı sonuçlar 

üretebilmektedir. Bu noktada, birçok tekli kümeleme algoritmasının öznelliğinden kaçmak ve bir veri seti 

üzerine uygulanan çeşitli algoritmaların güçlü yönlerini birleştirmek için verimli yöntemlere ihtiyaç 

duyulmaktadır (Ghaemi vd., 2009). Bu nedenle, araştırmacılar tarafından bu türde problemlerin üstesinden 

gelebilmek ve tekli kümeleme algoritmalarının sonuçlarını iyileştirmek için topluluk kümeleme (konsensüs 

kümeleme) algoritmaları ortaya çıkarılmıştır (Strehl & Ghosh, 2002). 

 

Bu çalışmada, Kurt vd. (2023)’de yayımlanmış Türkiye'nin en güncel ve kapsamlı GNSS verilerinden elde 

edilen yatay hızlar topluluk kümeleme algoritması ile kümelenmiş ve sonuçlar irdelenmiştir. Güncel hız alanı 

ile kümeleme işlemi öncesi kullanılacak yöntemlerinin geçerliliklerini test etmek ve veriyi en iyi temsil eden 

optimum küme sayısını belirlemek için Davies-Bouldin, Gap istatistik ve Silhouette olmak üzere üç farklı iç 

geçerlilik yöntemi kullanılmıştır. Optimum küme sayısının tespitinin gerçekleştirilmesi ile birlikte, k-

ortalamalar, HAC ve spektral kümeleme ile yatay hızlar kümelenmiştir. Bu kümeleme işlemlerinin ardından, 

ayrı ayrı her bir tekli kümeleme yönteminin aksine, yöntemlerin güçlü yanlarını birleştirmeye dayalı bir 

topluluk kümeleme algoritması olan Meta Kümeleme Algoritması ile de kümelenmiştir. Meta Kümeleme 

yöntemi ile tekli kümeleme algoritmalarının sonuçları girdi olarak alınarak, son bir kümeleme işlemi 

gerçekleştirilmiş ve sonuçlar irdelenmiştir. Ayrıca, literatürde bulunan kümeleme çalışmaları, Türkiye’de 

gerçekleştirilen çalışmalar özelinde incelenecek olunursa, sadece sürekli verilerden oluşan ve yaklaşık 200 

nokta kullanılarak ya da sürekli ve kampanya noktalarının farklı çalışmalardan birleştirilerek oluşturulduğu 

araştırmalar üzerinde yoğunlaşmıştır. Bu çalışmada kullanılan ve 836 noktadan oluşan hız alanı hem sürekli 

hem de kampanya noktalarının birlikte değerlendirilerek üretildiği, çalışma bölgesinin güncel hız alanıdır. Bu 

çalışma ile yoğunlaşan hız alanıyla elde edilen blok sınırlarının önceki kümeleme çalışmalarıyla oluşturulan 

blok sınırlarıyla farkları da vurgulanmaktadır. Bununla birlikte, literatürde var olan blok modelleme 

çalışmalarındaki blok sınırları ile de karşılaştırmalar yapılmıştır. Çalışmanın Türkçe literatüre katkısı dışında, 

buradan elde edilecek blok sınırlarının bundan sonra gerçekleştirilecek blok modelleme çalışmalarında altlık 

olarak kullanılabilir olması önemlidir.  

 

2. Veri ve yöntem 

2. Data and method 

 

Bu çalışmada kullanılan veri seti Kurt vd. (2023)’den Türkiye'nin GNSS verilerinden elde edilen en güncel ve 

kapsamlı yatay hızlardır (Şekil 1). Bu hızların %78’i kampanya verilerinden %22’si ise sürekli istasyonlara ait 
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verilerin değerlendirilmesinden elde edilmiştir. Kampanya noktalarındaki ölçülerin 7-10 saat arasında 

yapıldığı ve 24 saatlik sürekli verilerin de dahil edildiği veri aralığı 1992 ile 2020 yılları arasını kapsamaktadır.  

Veriler genel olarak, Türkiye Ulusal Temel GPS Ağı, Türkiye Ulusal Sabit GNSS Ağı Aktif (TUSAGA-Aktif) 

ağlarından yararlanılarak oluşturulmuştur. Ayrıca, veri sıklığını arttırabilmek adına, Türkiye Marmara 

Araştırma Merkezi verileri (MAGNET) ve Bursa, Sakarya, İstanbul illerinin su ve kanalizasyon idarelerine ait 

bölgesel ağlar da veriye entegre edilmiştir. 

 

 
 

Şekil 1. Türkiye’nin Avrasya referanslı güncel yatay hız alanı (Kurt vd., 2023). Gri çizgiler Emre vd. 

(2013)’den alınan diri fayları göstermektedir. 

Figure 1. Eurasia-fixed current horizontal velocity field of Turkey (Kurt et al., 2023). The grey lines indicate 

the active faults from Emre et al. (2013). 
 

Kümeleme analizi için güncel GNSS hız alanı kullanılarak, toplam 836 noktanın yatay hızları 

değerlendirilmiştir. İlk olarak, üç farklı iç geçerlilik indeksi kullanarak veriye en uygun optimum küme sayısı 

(k) belirlenmiştir (Şekil 2a). Üç yöntemden de en uyumlu sonuçlar elde edildikten sonra, topluluk kümeleme 

yaklaşımını oluşturmak adına farklı kümeleme tekniklerinden (topluluk üyeleri) kümeleme modelleri 

oluşturulmuştur (Şekil 2b). Son olarak, nihai kümeleme sonuçlarını elde etmek için topluluk kümeleme 

yöntemi kullanılarak üyelerin çıktıları birleştirilmiştir (Şekil 2c) ve nihai çözümlerin blok sınırları ile uyumu 

incelenmiştir (Şekil 2). 

 

 
 

Şekil 2. Akış diyagramı 

Figure 2. The flowchart of this study 
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2.1. Küme geçerlilik analizleri 

2.1. Cluster validity analyses 

 

Kümeleme analizlerinde otomatik kümeleme problemi, hem veriye uygun küme sayısının belirlenmesi hem 

de bu duruma karşılık gelen doğal bölütleme işleminin incelenmesini gerektirir. Bir başka ifade ile, bir veri 

setinin analizinde ve yorumlanmasında kullanılacak parametreler için k küme sayısının otomatik olarak 

belirlenmesi, araştırmacılar, uygulayıcılar ve son kullanıcılar için temel bir sorun olmaktadır (Pakhira, 2012). 

Bununla birlikte, uygun k küme sayısının seçimi, bir veri setindeki parametrelerin dağılım şekline, yapısına ve 

ölçeğine bağlı olarak bir belirsizlik sorunu ortaya çıkarmaktadır. Bu türdeki problemleri ortadan kaldırmak 

için, bir kümeleme sonucunun ilgili verinin altında yatan yapıya hangi ölçüde iyi uyduğunu tahmin etme süreci 

olarak bilinen küme geçerlilik işlemi uygulanır. Literatürde, küme geçerlilik tespiti için çeşitli indeksler 

geliştirilmiştir. Küme geçerlilik indeksleri, bir kümeleme işleminde veriye uygun anlamlı gruplamayı 

oluşturabilmek için küme içi uyum (grup içi dağılım) ve kümeler arası ayrım (gruplar arası dağılım) arasındaki 

ilişkiyi tanımlar (Arbelaitz vd., 2013; Xu & Tian, 2015). Bu indeksler, kümeleme algoritmasının oluşturulması 

sürecinde test verileri açısından iç ve dış geçerlilik indeksleri olmak üzere iki kategoriye ayrılır. Dış geçerlilik 

indeksleri, bir veri kümesindeki veriye uygun küme sayısını tespit etmek için veri hakkında daha önceden 

belirlenen öncül bilgileri kullanır. Öte yandan, iç geçerlilik indeksleri, veri kümeleri için herhangi bir öncül 

bilgiye gerek duymamakta ve uyum iyiliğini veya geçerliliğini belirlemek için veriye özgü bilgileri 

kullanmaktadır (Rendón vd., 2011). 

 

Bu çalışmada, veriye ait öncül bir bilgi olmaması nedeniyle Davies-Bouldin, Gap ve Silhouette gibi popüler 

üç farklı iç geçerlilik indeksi kullanılmıştır. Bu yöntemlerin her biri farklı hesaplama modellerine sahiptir 

(Tablo 1). Kümeleme çalışmalarında tek bir yöntem yerine farklı sayıda yöntemin incelenmesi, optimum küme 

sayısı tespitinin sağlıklı bir şekilde gerçekleştirilmesine katkı sağlamaktadır (Özarpacı vd., 2023). 

 

Davies-Bouldin (DB) indeksi, kompakt ve düzgün dağılımlı kümelerin belirlenmesi için sıklıkla kullanılan iç 

geçerlilik indekslerinden biridir. Bir kümede yer alan noktalardan merkeze olan uzaklığa göre küme içi uyum 

ve merkezler arasındaki uzaklığa bağlı olarak da kümeler arası ayrımı tahmin eder. DB(k) değerini en küçük 

yapan k değeri, bu indekse göre ideal küme sayısını ifade eder (Tablo 1). Bir diğer yöntem olan Gap istatistiği, 

küme değerlendirmelerinin geçerliliğini ve uyum iyiliğini tespit eden bir veri madenciliği algoritmasıdır. Bu 

yöntemin diğer yöntemlere göre avantajı, herhangi bir kümeleme algoritmasına ve mesafe ölçüsüne 

uygulanabilecek şekilde tasarlanmış olmasıdır. Bu yöntem, k farklı sayıda kümedeki toplam küme içi 

varyasyonu, referans boş hipotez (𝑊𝑘
𝑟𝑒𝑓

) dağılımı (önemli kümelenme yok) altında verilerin beklenen 

değerleriyle (𝑊𝑘
𝑔ö𝑧

) karşılaştırır (Tablo 1). Bu, hız uzayında test edilecek verilerle aynı uzamsal kapsamı işgal 

eden rastgele bir nokta dağılımı (Monte Carlo örnekleme yöntemi) oluşturularak elde edilir. Son olarak 

Silhouette indeksi, bir veri kümesindeki bir nesnenin diğer kümelere (ayrım) kıyasla kendi kümesine (uyum) 

ne kadar yakın olduğunu gösteren bir ölçüttür (Tablo 1). Uyumluluk, aynı kümedeki tüm noktalar arasındaki 

ortalama mesafeye göre ölçülür ve ayrım en yakın komşu mesafesine dayanır (Özarpacı vd., 2023). Burada, 

bir silhouette değeri -1 ve +1 aralığında değişim gösterir. Değer 1'e yaklaştığında, i. nesnenin atandığı küme 

daha uygun olmaktadır. 

 

Tablo 1. Küme iç geçerlilik indeksleri 

Table 1. Cluster internal validity indices 

 
İsim Formül Açıklama Referans 

Davies-

Bouldin 

𝑅𝑖 =  max
𝑖≠𝑗

𝑒𝑖+ 𝑒𝑗

𝑑𝑖𝑗
 , 

 

𝐷𝐵 =  
1

𝑘
 ∑ 𝑅𝑖

𝑘

𝑖=1

 

 

𝐷𝐵 değeri, hesaplanan 𝑅𝑖 değerleri 

arasından en büyük değer seçilerek 

elde edilir. 

𝑒𝑖 kümenin ortalama hatasını; 𝑑𝑖𝑗, 

𝑖 ve 𝑗 kümelerinin merkezleri 

arasındaki mesafeyi 

göstermektedir. 

Davies & Bouldin 

(1979) 
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Tablo 1. Devamı 

Table 1. Continuing 

 

GAP 𝑮𝑨𝑷𝒏(𝒌) = 𝑬𝒏
∗ {𝐥𝐨𝐠( 𝑾𝒌

𝒓𝒆𝒇
)} − 𝐥𝐨𝐠(𝑾𝒌

𝒈ö𝒛
) 

𝑬𝒏
∗  referans veri dağılımındaki n 

örneğin beklenen değerine 

karşılık gelir. En optimum küme 

sayısının seçimi, 𝒍𝒐𝒈(𝑾𝒌) 

değerinin referans değerinin 

altında en uzun düşüşe sahip 

olduğu k değeridir. 

Tibshirani vd. 

(2001) 

Silhouette 𝑠(𝑖) =
𝑏(𝑖) − 𝑎(𝑖)

max{𝑏(𝑖), 𝑎(𝑖)}
 

𝑎(𝑖), 𝑖. nesne ile aynı kümedeki 

diğer tüm nesneler arasındaki 

ortalama mesafeye; 𝑏(𝑖) ise 𝑖. 
nesne ile diğer kümedeki nesneler 

arasındaki ortalama uzaklıkların 

minimum değerine karşılık gelir. 

Rousseeuw (1987) 

 

2.2. Topluluk kümeleme modelinin kurulumu 

2.2. Generation of ensemble clustering model 

 

Topluluk kümelemesi veya fikir birliği kümelemesi olarak da adlandırılan bir kümeleme yöntemi, mevcut 

birden fazla kümeleme algoritmasına ait sonuçları nihai bir kümede birleştirir. Bir başka ifade ile, kümeleme 

algoritmalarının sonuçlarının avantajlarını bir araya getirmek için alternatif bir yaklaşım sunar (Strehl & 

Ghosh, 2002; Vega-Pons & Ruiz-Shulcloper, 2011). Topluluk kümeleme yaklaşımları, birçok tekli kümeleme 

algoritmasının güçlü yönlerini birleştirerek bir sonuç ürün ortaya çıkarır (Ghaemi vd., 2009). Bu nedenle, tek 

bir kümeleme algoritmasına ait aşağıda çeşitli açılardan listelenen durumların ötesine geçebilmektedir: 

 

• Sağlamlık: Birleştirme işlemi, tekli kümeleme algoritmalarına kıyasla daha iyi ortalama performansa sahip 

olmalıdır. 

• Yenilik (Orijinallik): Herhangi bir kümeleme algoritması tarafından ulaşılamayan yeni bir çözüm bulma. 

• Kararlılık: Gürültü ve aykırı değerlere karşı daha düşük hassasiyete sahip sonuçları üretme kabiliyeti. 

• Ölçeklenebilirlik ve Paralelleştirme: Dağıtılmış verileri hesaplama ve birden fazla veri kaynağından gelen 

çözümleri entegre edebilme (paralel kümeleme) yeteneğine sahip olma (Topchy vd., 2005; Ghaemi vd., 2009; 

Ghosh & Acharya, 2011; Golalipour vd., 2021; Kılıç & Özarpacı, 2022). 

 

Topluluk kümeleme işlemi iki temel aşamada gerçekleştirilmektedir. Bunlardan ilki, topluluk üyelerinin 

üretilmesi için üretim mekanizmasının oluşturulmasıdır. Diğer adım ise, üretilen topluluk üyelerini 

birleştirmek için bir uzlaşma ya da fikir birliği fonksiyonunun kullanılmasıdır. Üretim mekanizmalarının 

oluşturulması yani topluluk üyelerinin üretilmesi işleminde literatürde farklı kümeleme algoritmalarının 

kullanımı, tekli bir kümeleme algoritmasında farklı parametrelerin kullanılması, nesnelerin farklı 

altkümelerinin kullanımı (yeniden örnekleme) gibi çeşitli yaklaşımlar mevcuttur (Kılıç & Özarpacı, 2022). 

Buradaki temel amaç, topluluk kümeleme işleminin kalitesini artırmak için dağılımın (çeşitliliğin) 

oluşturulmasıdır. Bu çalışmada, her bir topluluk üyesinin oluşturulması için farklı kümeleme algoritmalarının 

kullanımı stratejisi dikkate alınmıştır. 

 

Öte yandan, uzlaşma fonksiyonunun oluşturulması, herhangi bir kümeleme topluluğu algoritmasının temel 

işlem adımıdır ve nihai çözümleri elde etmek için topluluk üyelerinin sonuçlarını farklı yaklaşımlar kullanarak 

bir araya getirir. Bu yaklaşımlar, nesnelerin birlikte oluşumuna dayalı ve medyan bölütlemeye dayalı olarak 

iki sınıfta toplanmaktadır (Vega-Pons & Ruiz-Shulcloper, 2011). Bu çalışmada, nesnelerin birlikte oluşumuna 

dayalı olarak çalışan ve popüler bir topluluk kümeleme yöntemi (Golalipour vd., 2021) olan Meta-Kümeleme 

Algoritması kullanılmıştır. 

 

2.3. Topluluk kümeleme üyelerinin oluşturulması 

2.3. Building of ensemble clustering members 

 

Daha önceden belirtildiği gibi, her bir kümeleme algoritması veri kümesini özel bir bakış açısıyla (belirli 

kriterlere göre) bölümlere ayırır ve farklı algoritmalar ortak veri kümesi üzerinde farklı sonuçlar oluşturabilir. 
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Bu nedenle, verilerin altında yatan örüntüler hakkında daha fazla bilgi elde etmek için üye sonuçlarının 

mümkün olduğundan çeşitli olması gerekmektedir (Abbasi vd., 2019; Golalipour vd., 2021; Kılıç & Özarpacı, 

2022). Bu çalışmada, topluluk kümeleme üye sonuçları için gerekli çeşitliliği oluşturmak için k-ortalamalar, 

HAC ve spektral kümeleme gibi üç farklı kümeleme tekniği kullanılmıştır. Bu yöntemler arasından, k-

ortalamalar ve bölümleme odaklı, HAC hiyerarşiye dayalı ve spektral kümeleme ise graf odaklı çalışma 

prensibine sahiptir. 

 

Bölütleme odaklı çalışan kümeleme algoritmalarındaki temel düşünce, veri noktalarının merkezini ilgili 

kümenin merkezi olarak kabul etmektir. Bu yöntemlerden biri olan k-ortalamalar yöntemi, ilk olarak 

MacQueen (1967) tarafından kullanılan denetimsiz bir öğrenme algoritmasıdır. Yöntemin altında yatan ana 

fikir, n veriden oluşan bir veri tabanı içerisinden her nesnenin en yakın ortalamaya sahip kümeye ait olduğu k 

adet kümeyi bölümlemektir. Bu sayede, küme içi varyanslar minimize edilmekte ve küme içi benzerlikler 

homojen halde olmaktadır. 

  

Hiyerarşiye dayalı olarak çalışan algoritmalardaki temel fikir, kümeleme işleminde veri grupları arasında 

hiyerarşik bir ilişki oluşturmaktır. İki türlü çalışma prensibine sahiptir. Veri tabanı içerisinde yer alan her bir 

veri noktası başlangıçta ayrı bir küme olarak temsil edilir ve daha sonrasında en yakın komşu iki küme 

birleştirilir ve yeni bir kümede toplanır. Buradaki işlem n – 1 defa tekrarlanır ve son olarak iki küme 

birleştirilerek tek bir küme oluşturulur. Kullanılan algoritmanın çalışma prensibine göre gerçekleştirilen bu 

işlem adımlarının tersi de uygulanabilmektedir. HAC yöntemi, bir veri setindeki belirli seviyelerdeki 

benzerlikleri (uzaklık ölçüleri) dikkate alarak nesneleri birleştirmeyi amaçlayan bir algoritmadır. Her 

yinelemede HAC kümeleme yöntemi en yakın küme çiftini birleştirmektedir. Bir başka ifade ile veri setindeki 

her bir nesneden başlayarak aşağıdan yukarıya doğru bir hareket izler. Tüm bu işlemler, nesneleri dendrogram 

olarak bilinen ağaç yapıları halinde gruplandırmaya dayanır (Kaufman & Rousseeuw, 1990). Hangi 

nesnelerin/kümelerin birleştirilmesi gerektiğine karar vermek açısından karesel Öklid, Manhattan, Kosinüs ve 

Minkowski gibi yöntemler aralarındaki benzerliği ölçmek için kullanılır. Öte yandan, nesne çiftlerinin 

benzerliklerine dayalı olarak kümelere olan yakınlıkları tanımlamak için ise: (1) Tek ya da minimum bağlantı 

(en yakın komşu); (2) Ortalama bağlantı (aritmetik ortalama ile ağırlıklandırılmamış grup çifti yöntemi); (3) 

Tam bağlantı; (4) Ağırlıklı bağlantı (aritmetik ortalama ile ağırlıklandırılmış grup çifti yöntemi); (5) Merkezi 

bağlantı; (6) Medyan bağlantı ve (7) Ward bağlantı kümeleme yöntemleri kullanılmaktadır (Ward, 1963). 

 

Graf ya da spektral graf temelli çalışan algoritmalardaki temel fikir, kümeleme problemini bir graf bölümleme 

problemine dönüştürmektir. Bunun için verilen bir veri kümesinde yer alan her nesneyi bir düğüm olarak ele 

alarak graf oluşturur ve nesneler arasındaki benzerliği ağırlıklı kenar olarak kabul eder (Xu & Tian, 2015). 

Farklı gruplar arasındaki bağlantı ağırlığını mümkün olduğunca küçük ve aynı grup içindeki kenarlar 

arasındaki toplam bağlantı ağırlığını mümkün olduğunca yüksek yapan bir graf bölümleme işlemi uygular. Bu 

yöntem, parametrik olmayan bir modele ve daha geniş bir geometri yelpazesini yakalama yeteneğine sahiptir 

ve güçlü bir denetimsiz öğrenme algoritmasıdır (Von Luxburg, 2007; Yan vd., 2009). 

 

Çalışmada ele alınan her bir topluluk kümeleme üyesi verinin farklı yönlerini ortaya çıkarsa da kendi aralarında 

bazı avantaj ve dezavantajları da bulunmaktadır (Tablo 2). 
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Tablo 2. Kümeleme yöntemlerinin avantaj ve dezavantajları 

Table 2. Advantages and disadvantages of the clustering methods 
 

Yöntem 
Çalışma 

prensibi 
Avantaj Dezavantaj 

HAC 
Hiyerarşi 

odaklı 

• Keyfi (rastgele) türde şekillere ve 

özniteliklere sahip veri setleri için 

uygun olma, 

• Yüksek ölçeklenebilirlik 

 

• Genel anlamda, zaman 

karmaşıklığının yüksek 

olması 

K-ortalamalar 

 

Bölümleme 

odaklı 

 

• Genel olarak, düşük zaman 

karmaşıklığına ve yüksek 

hesaplama verimliliğine sahip 

olma 

• Konveks olmayan verilere 

uygun olmama,  

• Gürültülü veriye 

duyarlılığının olması,  

• Kümeleme sonucunun küme 

sayısına duyarlı olması 

Spektral 

kümeleme 
Graf odaklı 

• Keyfi (rastgele) türde şekillere ve 

yüksek boyutlu veri setlerine 

uygun olma,  

• Girdi olarak yalnızca benzerlik 

matrisi kullanma,  

• Aykırı değerlere duyarlı olmama 

• Kümeleme sonucunun 

ölçekleme parametresine 

duyarlı olması,  

• Zaman karmaşıklığının 

yüksek olması,  

• Öz vektör seçiminin optimize 

edilememesi 

 

3. Bulgular ve tartışma 

3. Results and discussion 

 

3.1. Optimum küme sayısının belirlenmesi 

3.1. Determining the optimum number of clusters 

 

Kavramsal olarak, en uygun küme sayısının belirlenmesi genellikle öznel olarak gerçekleştirilir. Ancak veri 

setindeki parametrelerin dağılım şekline, yapısına ve ölçeğine bağlı olarak, veriye en uyumlu olan küme 

sayısının seçimi için Davies-Bouldin, Gap istatistik ve Silhouette küme geçerlilik indeksleri kullanılmıştır 

(Şekil 3). 
 

 
 

Şekil 3. Optimum küme sayısının tespiti için küme geçerlilik indeksi sonuçları 

Figure 3. Cluster validity index results for determining the optimum number of clusters 

 

 

Şekil 3'de, k = 2'den 10'a kadar her bir küme sayısına ait DB değerlerinin değişkenlik gösterdiği görülmektedir. 

Küme sayısının 5 ve 9 olduğu durumlarda DB değerlerinin birbirine yakın en düşük sonuçlar elde ettiği 
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söylenebilir (sırasıyla DB(5)= 0.655 ve DB(9)= 0.689). DB sonuçları arasından, bu iki değerin en iyi optimum 

küme sayısını temsil edebileceği görülmektedir. Bununla birlikte, DB(k) değerini en küçük yapan k değerinin, 

bu indekse göre ideal küme sayısını ifade ettiği düşünüldüğünde, bu veri seti için en uygun değerin k = 5 için 

olduğu sonucuna varılmaktadır. 

 

Gap istatistiği algoritması, daha önceden belirtildiği gibi 𝑙𝑜𝑔(𝑊𝑘) değerinin, veri setine ait boş referans 

dağılımı ile karşılaştırılmasını sağlamaktadır. Gap istatistik grafiği veriyi standart sapmaları ile birlikte temsil 

etmektedir. Eğriye ait sonuçlar incelendiğinde k değerinin 1’den 5’ e kadar artış gösterdiği, sonrasında ise 

önemli bir artışın olmadığı görülmektedir. Gap istatistiği (𝐺𝐴𝑃𝑛(𝑘)) ile en uygun küme sayısının seçimi, 

𝑙𝑜𝑔(𝑊𝑘) değerinin referans değerinin altında en uzun düşüşe sahip olduğu k değeridir. Bu nedenle, k = 5'in 

optimum k seçimi olduğu söylenebilir. 

 

Bir diğer yöntem olan Silhouette indeksine ait sonuçlar incelendiğinde (Şekil 3), k küme sayılarına ait 

Silhouette değerinin k = 5 ve 6 için en uygun sonuçları elde ettiği söylenebilir (sırasıyla s(5) = 0.505, s(6)= 

0.502). Bununla birlikte, Silhouette değerinin 1'e daha yakın olduğu ve buna bağlı olarak en iyi sonuçları 

verdiği göz önüne alındığında, s(i) = 5'in en uygun k seçimi olduğu sonucuna varılabilir. Bu durumlar, GNSS 

hızlarının kümelenmesi için en uygun küme sayısının 5 olduğunu göstermektedir. 

 

Literatür incelendiğinde, bu bölgede yapılan çalışmalar için optimum küme sayısının beş olduğunu (Özdemir 

& Karslıoğlu, 2019; Özarpacı vd., 2023) ve veri yoğunluğunun ya da verilerin kampanya / sürekli GNSS 

verilerinden elde edilmiş olmasının, optimum küme sayısını değiştirmediği görülmektedir. 

 

3.2. Tekli kümeleme algoritma sonuçları 

3.2. Results of the single clustering algorithm 

 

Tekli kümeleme yöntemleri ile kümelere ayrılan güncel hız alanı Şekil 4’te paylaşılmaktadır.  Kümeleme 

sonuçları şekillendirilirken, aynı bölgeye gelen kümeler benzer renklerde gösterilmiştir. Genel olarak, mavi 

daireler Avrasya levhasını, pembe daireler Arap levhasını, mor daireler Ege bloğunu, sarı ve yeşil daireler 

Anadolu bloğunda kalan noktaların renklendirilmesi için kullanılmıştır. Şekil 4a, k-ortalamalar, 4b HAC ve 4c 

spektral kümeleme yöntemlerinin sonuçlarını göstermektedir. Sonuçlar incelendiğinde (Şekil 4), Anadolu 

bloğunu Avrasya’dan ayıran KAF ve Arap levhasından ayıran DAF, bütün yöntemlerde hemen fark 

edilmektedir. Ayrıca Ege bloğu dikkat çekmektedir. Rijit bir yapısı olduğu bilinen Anadolu bloğunun Şekil 4a 

ve b’de doğu ve batı şeklinde ikiye ayrılması bu bölgedeki hız değişiminin etkisinden kaynaklanmaktadır. 

Özarpacı vd. (2023), çalışmalarında k-ortalamalar yöntemini kullanarak ve optimum küme sayısını k = 2 – 10 

arasında kümeleme yaparak değişimleri incelemiş ve küme sayısının artmasıyla değişmeyen sınırların blok 

sınırı olarak kabul edilebileceğini vurgulamıştır (Savage & Wells, 2015). Çalışmada artan k optimum küme 

sayısıyla Anadolu bloğu sürekli daha küçük kümelere ayrılarak bu bölgede gerçekten bir blok sınırının 

olmadığı gösterilmiştir. 

 

Üç yöntemin de benzer yanları olmasına rağmen, tekli kümeleme yöntemlerinden elde edilen sonuçlar 

incelendiğinde aradaki farklar hemen göze çarpmaktadır. K-ortalamalar yönteminin Ege bloğu ve Arap levha 

sınırları diğer yöntemlere göre daha genişken, spektral kümeleme algoritması Anadolu levhasının neredeyse 

tamamını tek bir kümeye atamıştır. K-ortalamalar ve HAC yöntemlerinde KAF boyunca özellikle 1999 

depremlerinin yüzey kırığına yakın alanda bulunan noktaların fayın sınırından etkilendiği ve sınırın kümeleme 

yönteminden baskın çıktığı (Savage & Simpson, 2013a) görülürken, spektral kümeleme yönteminde Anadolu 

bloğunun tamamı aynı kümede olduğundan bu etki görülmemektedir. 

 

Tekli kümeleme algoritmalarının dezavantajı olan bu değişken sonuçlar, Meta-Kümeleme yöntemi için girdi 

olarak kullanılmış ve Meta-Kümeleme yardımıyla tek bir kümeleme sonucu üretilmiştir. Konsensüs kümeleme 

yöntemi olan Meta-kümeleme ile GNSS verilerinden elde edilen yatay hız alanı kümelenerek sonuçlar 

irdelenmiştir. Literatürde oylama yöntemi ile GNSS verilerinden elde edilen hızlar Kılıç ve Özarpacı (2022) 

ile kümelenmiş ancak bu çalışmada, Kılıç ve Özarpacı (2022)’de kullanılan hız alanından daha yoğun bir veri 

seti ele alınmış ve sonuçları aşağıda paylaşılmıştır. 
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Şekil 4. Tekli kümeleme algoritmaları ile kümeleme sonuçları. a) k-ortalamalar b) 

HAC c) spektral kümeleme yöntemlerinin sonuçlarını göstermektedir. Renkli 

daireler her bir kümeye denk gelen GNSS gözlem noktasının yerini ifade etmektedir. 

Figure 4. Clustering results with single clustering algorithms. a) k-means b) HAC 

c) spectral clustering methods. Coloured circles indicate the location of the GNSS 

observation point corresponding to each cluster. 

 

3.3. Meta-Kümeleme yöntemi sonuçları 

3.3. Meta-Clustering method results 

 

Tekli kümeleme sonuçlarının oylanması işleminin gerçekleştirildiği Meta-Kümeleme topluluk kümelemesi ile 

elde edilen sonuçlar (Şekil 5) incelendiğinde, tekli kümeleme yöntemlerinin sonuçlarında ortak olarak görülen, 

KAF ve DAF hemen fark edilmektedir. Ayrıca Ege bloğu göze çarpmakta ve Anadolu bloğunun ikiye ayrılarak 

beş küme oluşturulduğu görülmektedir.  

 

Literatürde yapılan oylama kümeleme sonuçları ile (Kılıç & Özarpacı, 2022) Doğu Anadolu bölgesindeki 

kümeleme sonucunda oluşan blok sınırı karşılaştırıldığında, hız alanındaki yoğunluğun artmasının buradan 

geçen blok sınırının değişmesine neden olduğu görülmektedir. Literatürde belirlenen blok sınır mavi düz çizgi 

ile gösterilirken, yeni hız alanının kümelenmesi sonucunda elde edilen blok sınırı kırmızı kesikli çizgi olarak 

gösterilmektedir. Yeni blok sınırının KAF’ın Karlıova’da DAF ile birleştiği üçlü eklem bölgesinden başladığı 

göze çarpmaktadır. 
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Şekil 5. Meta-Kümeleme ile yapılan topluluk kümeleme sonuçları a) Türkiye’nin tamamını b) Marmara 

Bölgesi’ni c) Güney Ege ve Batı Akdeniz civarını d) Türkiye’nin doğusunu göstermektedir. Siyah sürekli 

çizgiler Reilinger vd. (2006) çalışmasından alınan blok sınırlarını, mavi sürekli çizgi Kılıç ve Özarpacı (2022) 

çalışmasından alınan sınır çizgisini, kırmızı kesikli çizgiler ise bu çalışma sonucunda elde edilen yenilenmiş 

blok sınırlarını göstermektedir. 

Figure 5. Ensemble clustering results with Meta-Clustering. a) All Türkiye b) Marmara Region c) South 

Aegean and Western Mediterranean region d) Eastern Turkey. Black solid lines indicate block boundaries 

from Reilinger et al. (2006), blue solid line show boundary line from Kılıç and Özarpacı (2022) and red dashed 

lines indicate the revised block boundaries obtained in this study. 
 

Bu çalışmada oluşturulan blok sınırları (Şekil 5), literatürdeki blok modelleme çalışmalarında kullanılan blok 

sınırları (Reilinger vd., 2006) referans alınarak incelenmiştir. Şekil 5b, Marmara Bölgesi’nin kümeleme 

sonuçlarını göstermektedir. KAF, Marmara bölgesinde güney ve kuzey kollara ayrılmaktadır (Ergintav vd., 

2014). KAF’ın kayma hızının büyük bir bölümünü üzerine alan kuzey kol (Meade vd., 2002) boyunca hızdaki 

değişim kümeleme sonuçlarına yansımış ve kümeler kuzey kol boyunca birbirinden ayrılmıştır (Şekil 5b). 

Reilinger vd. (2006) çalışmasında, güney kol boyunca da bir blok sınırı belirlerken, burada önemli bir hız 

değişimi olmadığı görüldüğünden, bir sınır oluşturulmamıştır (Şekil 5b).  

  

Ege bloğu da Reilinger vd. (2006) çalışmasından farklılaşmakta ve sınırlarının değiştiği görülmekte olup, 

Akdeniz Bölgesinin batısında bulunan üçgen benzeri blok sınırı boyunca çalışmamızda herhangi bir hız 

değişimi görülmemiştir (Şekil 5c). 

 

Son olarak, Şekil 5d’de Türkiye’nin doğusu, Arap levhası ile Avrasya levhasının birleştiği bölgenin blok 

sınırları incelendiğinde, Reilinger vd. (2006)’den farklı olarak buradaki hız değişiminin Karlıova’dan 

başlayarak iki ayrı blok oluşturduğu görülmektedir. 
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4. Sonuçlar 

4. Conclusions 

 

Bu çalışma, topluluk kümeleme yöntemlerinden biri olan Meta-Kümeleme yönteminin, Türkiye'nin yeni 

yayımlanmış, en güncel ve kapsamlı GNSS hız alanından elde edilen yatay hızlar üzerindeki performansı 

incelenmiştir. Bu kapsamda, GNSS yatay hız alanına en uygun optimum küme sayısı tespit edilmiş ve farklı 

türde çalışma prensibine sahip üç tekli kümeleme yöntemi ile GNSS hızları kümelenmiştir. Kümeleme 

yöntemleri ile elde edilen değerler, Meta-Kümeleme yöntemine entegre edilerek çalışma bölgesi ile olan 

uyumluluk düzeyi irdelenmiştir.  

 

Sonuç olarak yeni bulunan blok sınırları; literatürle benzerlik ve farklılıklar göstermektedir. Kümeleme 

sonucunda, KAF ve DAF net bir şekilde görülürken, Ege bloğu da Anadolu bloğundan ayrılmaktadır. Bunlarla 

birlikte, KAF’ın Marmara Bölgesi’ndeki güney kolu boyunca bir blok sınırı oluşmamakta ve çarpışma 

kuşağındaki hız değişimi ise, iki ayrı değil tek bir çizgi şeklinde kendini göstermektedir.  

 

Çalışmamız, topluluk kümelemesi yöntemlerinden biri olan Meta-Kümeleme algoritmasının GNSS 

verilerinden elde edilen yatay hız alanında kullanılabildiğini göstermektedir. Ancak veri yoğunluğu bu 

kümeleme yönteminin sonuçlarını etkilemektedir.  

 

Güncel hız alanı ile elde edilen sonuçlar, bu bölgede yapılmış önceki çalışmaları geliştirir niteliktedir. 
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