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Ozet¢e— Son yillarda yapilan arastirmalar ve istatistikler ani yasam kayiplarmin yiizde 46,2’si (17,5
milyon) kalp ve damar hastaliklar1 nedeni yasandigin1 gostermektedir. Bu nedenle erken teshis ve
miidahalenin 6nemli oldugu bu tiir hastaliklarin basit ve kolay bir takim testler ile hastanin rutin
kontrolii son derece onemlidir. Bu ¢alismada destek vektor makinasi ve ileri yayihimli YSA tahmin
algoritmalarinin kalp hastaliginin erken teshisinde kullanilabilir oldugu 6nerilmis ve kullanilmistir.
170 adet kisiden alinan veriler kisisel ve tibbi veriler kullamlarak yapilan ¢aligmada Ileri yayiliml
YSA ile % 83.33, destek vektor makinasi algoritmasi ile de % 91.67’lik bir dogrulukta kalp
hastaliginin varliginin tespiti basarilmistir.

Anahtar kelimeler: yapay sinir aglari, destek vektor makinasi, kalp rahatsizligi tahmini.

Abstract— Research and statistics in recent years show that 46.2% of sudden life losses (17.5
million) are caused by cardiovascular diseases. For this reason, early diagnosis and intervention of
these diseases is very important and simple and easy tests of the patient are very important. In this
study, support vector machine, forward propagation ANN, classification algorithms have been
proposed and used in the early diagnosis of heart disease. In the study conducted using data from 170
people, the predictive success was achieved with 83.33% with forward spread ANN and with an
accuracy of 91.67% with support vector machine algorithm.

Keywords: artificial neural networks, support vector machine, heart disease prediction.

1.Giris

Egitim, gelir diizeyi ve bulagici hastaliklara yonelik etkin kontrol yontemleri sayesinde bu yiizyilda
yasam siiresinin uzadig1r goriilmektedir. Bu durum beraberinde yasli niifusun artisi, beslenme
diizeninin bozulmasi ile birlikte kalp damar rahatsizlig1 basta olmak iizere bulagici olmayan hastaliklar
(BOH) grubundaki kanser, kronik hava yolu hastaliklar1 vb. artisini beraberinde gerdi. Yasam
stiresinin artis1 pozitif bir durum olmasina karsin BOH alinan tedbirler ile sinirlanmasi gerekilen bir
problem olarak toplum saglik orgiitlerinin 6niine ¢ikmustir (T.C. Saglik Bakanligi, 2010). En son
yapilan 2012 istatistik verilerine gore diinyada meydana gelen 56 milyon 6liim vakasmin 38 milyonu
ozellikle kalp ve damar hastaliklari, kanser, kronik hava yolu hastaliklar1 ile meydana gelmistir
(Global Status Report, 2014). Gelismis ve gelismekte olan iilkelerin, BOH’leri ile miicadelede
harcamak zorunda kaldiklar biit¢e giin gectikge artmakta ve hasta yogunlugu nedeni ile saglik hizmeti
sunumu zorlagmaktadir. Diiglik gelirli iilkelerde ise kisilerin bu saglik hizmetine bakim ve tedaviye
erigimi onlar1 fakirlik sinirmi altina itmektedir (T.C. Saglik Bakanligi, 2010; Global Action Plan,
2013)
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Tiirkiye Kalp ve Damar Hastaliklart Onleme ve Kontrol Programi Eylem Plan1 (2015-2020) na
gore; Tlrkiye’de 6zellikle istemik kalp hastaliklar1 ve serebrovaskiiler hastaliklar olmak tizere kalp ve
damar hastaliklar1 tiim 6lim nedenleri arasindadir (T.C. Saglik Bak., 2010). Kalp ve damar
hastaliklar1 agisindan olumlu olarak degerlendirilebilecek unsur ise biiyiikk Ol¢iide “Onlenebilir” ve
kontrol edilebilir olmalaridir. Kan basinci, obezite, kolesterol kontrolii ile kalp ve damar hastalig
goriilme sikliginin yariya indirilebilecegini bildirmektedir. Tiirkiye Cumhuriyeti Saglik Bakanlig
2013-2017 Stratejik Plan ve Eylem Plani’nda da (T.C. Saglik Bakanlig1,2012) kronik hastaliklarin
Oonlenmesine genis yer verilmis olup “Bulasici olmayan hastaliklarin goriilme sikligimi ve risk
faktorlerini azaltmak ve izlemek” hedefi yer almistir.

Bu ¢alisma kapsaminda BOH hastaliklarindan biri olan kalp hastaliinin bazi kolay ve hizli
tetkikler sonucu elde edilen tibbi veriler ile tahmini (erken 6ngdriimil) gergeklestirilmistir. Boylece
hekimlerce konulacak teshise yardime bilgisayar destekli tan1 destek algoritmas: gelistirilmistir.

2. Onceki Cahsmalar

Arastirmacilar, kalp ve damar rahatsizliklarinin tahmini ve hastaliklarin siniflandirilmasi alaninda
son yillarda pek c¢ok calisma gergeklestirilmis ve yaymlanmistir. Yuehjen ve dig. (Shao, Y.E. et al,
2014), kalp hastaliklarinin tahmini i¢in ¢ok sayida hibrit model 6nermis ve kullanmiglardir bunlardan
bir kag1 lojistik regresyon (LR), ¢ok degiskenli uyarlanabilir regresyon (MARS), yapay sinir agi
(YSA) dir. Kahramanli, H. ve ark. (2008) ise diyabet ve kalp hastaliklarin1 6ngérmek i¢in yapay sinir
ag1 (YSA) ve bulanik sinir ag1 (FNN) iceren bir hibrit sinir a1 onerdiler. Onerdikleri hibrit sistem
diyabet ve kalp hastaliklariin tahmininde ortalama % 86.8'lik bir dogruluk oranina sahipti. Kumari
M. ve ark. (2011) kardiyovaskiiler hastaligi tespit etmek i¢in Yapay Sinir Ag1 (YSA), Destek Vektor
Makinesi (SVM), Karar Agaci ve RIPPER smiflandirici gibi bir¢ok algoritmayi test ettiler ve bu
algoritmalar ile sirast ile %80.06, % 84.12,% 79.05 ve% 81.08' 6ngériim basaris1 elde ettiler.
Mazurowski ve ark. (2008) tibbi tani tayini i¢in Standart geri yayilimli YSA (BPNN) ve parcacik
stiriisii optimizasyonu (PSO) algoritmalarini kullanilmiglardir. Caligmalarinda BP'nin PSO'dan daha
iyi performans gosterdigini ifade etmislerdir. Das R., ve ark. (2009), kalp hastaligin1 éngérmek igin
sinir aglarina dayali bir algoritma gelistirmislerdir ve sistemin dogruluk oram yaklasik % 89.01'dir.
Purwar, A. Ve Singh, S.K. (2015), eksik deger imputasyonu (HPM-MI) olarak isimlendirdikleri yeni
bir hibrit tahmin algoritmasini1 gelistirmislerdir. K-means kiimeleme prensibine dayanan bu algoritma
melez bir modeldir ve algoritmanin basaris1 Makine Ogrenme UCI veri bankasindan alinan ii¢ ayri
dataset tizerinde test edilmistir. Bu veri setler; Pima Kizilderilileri Diyabet, Wisconsin Meme Kanseri
ve Hepatittir. Sonuglarin veri setinde eksik veri olmasi durumunda bile iyi 6ngdriim sonuglari
vermektedir. Bagaj ve ark. (2015) ise veri madenciligi siniflandirma algoritmasimi kalp hastalig
tahmininde kullanmuslardir. Onerilen sistem, tibbi hatalar1 azaltabilir yetenekte olup ve yiiksek
dogrulukta tahmin sonucu vermekteydi. Beheshti ve ark. (2014), hizlandirilmis pargacik siiriisii
optimizasyonu adl1 yeni bir meta-heuristik yaklasim onerdiler. Onerilen sistemin performansi, dokuz
standart tibbi veri seti {izerinden degerlendirildi ve sonuglar iimit vaat ediyordu. Turabieh, H. ise kalp
hastaliginin tahmini i¢in GWO-Y SA hibrit algoritmas1 6nermistir (Turabieh, H., 2016).

3. Yontem ve Metot

Bu calismada kalp rahatsizliginin tahmini i¢in iki ayr1 algoritma Onerilmis ve sonuglar
karsilastirilmalr olarak analiz edilmistir. Segilen iki algoritmanin da (ileri yayilimli yapay sinir aglari
ve destek vektdor makinast siniflandirma algoritmasi) 6zellikle tibbi verilerin smiflandirmasinda
yiiksek basariya sahip oldugu bilinmektedir.

3.1.1leri yaythmh YSA

fleri yayilimli YSA algoritmasi dogrusal olmayan modelleri herhangi bir siirekli fonksiyona veya
tiirevlerine yakinlastirma yetenegine sahiptir ve tibbi verilerin siiflandirilmasina uygundur (Demuth
H.,2014). Tasarlanan YSA iki katmanli olup her bir katmaninda sirasi ile 3ve 2 néron bulunmaktadir.
Katmanin agirlig, tist simgesi sayisi, agirlik matrisi ve aktivasyon fonksiyonu sirasiyla w, k, wij (k) ve
g (1) ile ifade edilmis olup iki katmanli YSA' nin ¢ikis esitligi Denk. (1)’de yer almaktadir (Demuth
H.,2014).
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3.2. Destek Vektor Makinas1 (DVM)

Destek vektdr makineleri (DVM), sinirh sayida 6grenme Oriintiisii {izerinden iyi bir genelleme diizeyi
elde etmek amaciyla Yapisal Risk Minimizasyonu (YRM) tiimevarim prensibini uygulayan bir
o6grenme makinesidir. DVM, karmasik veri setlerinde, ¢oziimlemesi zor Oriintiilerin tanimlanmasinda
kullanigh bir 6grenme algoritmasini uygulamaktadir. Algoritma, Onceden gozlenmemis verilerin
smiflandirma  kestirimi  igin  Orneklerden ayirt edebilen bir smiflandirma &grenmesini
gergeklestirmektedir (Pal, M. & Foody, G.M., 2010).

4. Deneysel Sonuclar
Problem i¢in 6nerilen YSA ve DVM algoritmalari, MATLAB 2017b kullanilarak modellenmistir.
4.1.  Problemin Tanim

Bu calisgmada UCI Machine Learning Repository veri bankasina ait Statlog (Heart) Data Set veri
tabanindan kalp hastaligi ile ilgili bir tibbi veri kiimesi kullanilmistir. Cleveland veri tabani, kisileri
iki sinifa (Normal (0), kalp hastas1 (1)) ayirmak i¢in kullanilmistir. Veri kiimesi her bir kayit i¢in 13
adet 6zellikten olusmaktadir. Ve toplamda 270 kisiye ait kayitlart barindirmaktadir. Tablo 1°de her bir
kayit(kisi) i¢in var olan ve kullanilan 13 adet veri kiimesi (6znitelik) ayrintili olarak yer almaktadir.
Tablo 2’de ise siniflandirma kiimesine yer verilmistir.

Tablo 1. Kalp hastalig ile ilgili bir tibbi veri kiimesi

Oznitelik Arahg
Yas Stirekli
Cinsiyet 0: erkek 1:bayan
Gogiis agrist tipi 1 ile 4 aras1
Dinlenme durumunda kan basinci (tansiyon) Stirekli
Serum kolesterol (mg/dl) Stirekli
Tokluk sekeri diizeyi > 120 mg/dl 1=dogru 0 =yanlis
Dinlenme durumunda Elektrokardiyografi diizeyi (0,1,2) 1 ile 2 aras1
Maksimum kalp atis ritmi Stirekli
Egzersiz ile olusan gogiis agrisi 1=evet 0:=hayir
Dinlenme durumunda ST degeri Stirekli
Pik egzersiz durumunda ST segmentinin egimi 1 ile 2 aras1
Biiyiik damarlarin sayis1 (0-3) Stirekli
Hasar Orani: 3 = normal; 6 = kalic1 hasar; 7 = geri ¢evrilebilir hasar 3,6,7
Tablo 2. Siniflandirma kiimesi

Simif Tipi Niimerik Degeri

Sinif 1 (Normal) 1

Kalp Hastasi 2

4.2.  Smiflandirma Algoritmalari icin Parametre Tayini

YSA ve DVM algoritmalarinin basarili sonuglar vermesi igin deneysel olarak parametreler test edilmis ve her
bir algoritma igin optimal iterasyon sayisi, popiilasyon sayisi parametreleri segilmeye calisilmistir. Bazi 6n
deneylerden sonra 6nerilen YSA, ve DVM ig¢in kullanilan parametre ayarlar1 Tablo 3-4'te gosterilmektedir.

Tablo 3. YSA Parametreleri

Parametre Degeri
Iterasyon Sayisi 1000
Popiilasyon Sayis1 190
Egitim siiresi 8s
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Tablo 4. DVM Parametreleri

Parametre Degeri
Kernel Fonksiyonu Lineer
Metot SMO
Popiilasyon Sayisi 190

4.3. ROC Analizi Siniflandirma Basari Tayini

Kullanilan smiflandirma algoritmalarinin  ayirt ediciligini belirlemek amaciyla ROC (Alict islem
karakteristikleri, Receiver Operating Characteristic) yontemi kullanilmistir.

Tablo 5. YSA ve DVM i¢in ROC Tablosu

YSA DVM
A=35 | B=6 41 A=38 | B=3 41
C=9 D=30 | 39 C=6 D=33 | 39
59 41 80 17 73 80
S=0.8010; ACC=0.8333 | S=0.8636, ACC=0.9167

Tabloda;

A: Gergekte hasta olup, tani testi sonucuna gore de hasta olarak belirlenen olgulardir (Dogru pozitif, DP)

B: Gergekte saglam olduklari halde testin hatali olarak hasta dedigi olgulardir (Yanlis pozitif, YP)

C: Gergekte hasta olup, tan1 testi sonucuna gore saglam olarak belirlenen olgulardir (Yanlis negatif, YN)

D: Gergek tani sonucuna uygun olarak testinde saglam dedigi ger¢ek negatif olgulardir (Dogru negatif, DN)

Ifade etmektedir. Hassasiyet ve Segcicilik esitlik 2-3 ile hesaplanmustir.

Hassasiyet (S) = A/ (A+C) (2)
Dogruluk (ACC) = A+B+C+D / (A+ D) (3)

0,920
0,900
0,880
0,860
0,840
0,820
0,800
0,780

BYSA mDVM

Kalp Hastaligi Tahmini

Sekil 1. Siniflandirma algoritmalarinin dogruluk basarisinin karsilagtirma grafigi

5. Sonuclar

Bu ¢alismada, Cleveland veri setinde yer alan 170 kisiye ait, 13’er adet tibbi veri kullanilarak
kisilerin kalp hastaligina sahip olup olmadiklar1 Ongoriisiiniin gerceklestirilmesi ¢aligmasi
gerceklestirilmistir. 170 adet kisiye ait verasetinin 90 adeti egitim 80 adeti test veri seti olarak randam
sekilde ayrilmigtir. ' YSA ve DVM Algoritmalarinin tahmin (6n gorii) basar1 ylizdesi ROC Analiz
metodu ile sirasi ile % 83.33 ve % 91.67 olarak hesaplanmistir. Tasarlanan YSA siniflandiricisinin
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basarim kabiliyeti literatiire denk iken DVM algoritmasi kalp hastaliginin tahmininde kayda deger
oranda yliksek bir basariya sahiptir. DVM algoritmasinin; basit tibb1 veriler ile kalp hastaligin
tanisinin konulmasinda hekimlere destek olabilecek; bilgisayar destekli bir karar mekanizmasi olarak
kullanilmaya uygun oldugu goriilmektedir. Gelecek galismalarda ¢ok sinifli DVM algoritmasi ile kalp
hastaliginin ¢esitlerinin tahmini konusunda algoritmanin gelistirilmesi faydali goriilmektedir.
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