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Oz

Kayist ¢ekirdegi tiretimi ve tiiketimi fazla olan bir gida tiriiniidiir. Kayisi i¢ gekirdeklerinin makine 6grenmesi
algoritmalar1 kullanilarak, tatli veya aci olarak siniflandirilmasi bu ¢aligmanin konusunu olusturmaktadir. Hem
tatli hem de ac1 kayisi i¢ ¢ekirdegi igin talep miktar1 oldukca fazladir. Depolama sartlari gibi nedenlerden dolayi
kayisi i¢ ¢ekirdekleri zaman zaman birbirine karigsabilmektedir. Bu durum tiiketiciler tarafindan istenmeyen bir
durumdur. Kayisi i¢ ¢ekirdeginin ayristirilmasi, gézle her zaman miimkiin olmamaktadir. Bu ¢aligmanin amaci,
insan faktoriinii ortadan kaldirabilecek bir siniflandirma yonteminin gelistirilmesidir. Bu smiflandirma islemi igin
k En Yakin Komsu, Destek Vektér Makinesi, Karar Agaci, Rasgele Orman, Adaptive Boosting, Gaussian Naive
Bayes ve Cok Katmanli Algilayici algoritmalart kullanilmistir. Yeterli sayida 6znitelik ile algoritmalarin yaridan
fazlasi siniflandirma islemini %100 basari ile elde edebilmektedir. En az sayida 6znitelik kullanarak en iyi basar1
Rasgele Orman algoritmast ile elde edilmistir. Sonuglar gostermistir ki, kayisi i¢ ¢ekirdeklerinin siniflandiriimasi
islemi makine 6grenmesi algoritmalari ile basarili bir sekilde gergeklestirilebilmektedir.

Anahtar kelimeler: Kayisi i¢ ¢ekirdegi, makine 6grenmesi, Siniflandirma.

Classification of Apricot Kernels by using Machine Learning Algorithms

Abstract

Apricot kernel is a food product with high production and consumption. The classification of apricot kernels as
sweet or bitter using machine learning algorithms is the subject of this study. The demand for both sweet and bitter
apricot kernels are quite high. Due to reasons such as storage conditions, apricot kernels can get mixed from time
to time. This situation is undesirable for consumers. The separation of apricot kernels is not always possible with
the eyes. This study aims to develop a classification method that can eliminate the human factor. For this
classification process, k Nearest Neighbor, Support Vector Machine, Decision Tree, Random Forest, Adaptive
Boosting, Gaussian Naive Bayes and Multilayer Perceptron algorithms have been used. More than half of the
algorithms with a sufficient number of attributes can achieve the classification process with 100% success. The
best performance has been obtained by the Random Forest algorithm using the minimum number of features. The
results show that the classification of apricot kernels can be carried out successfully with machine learning
algorithms.

Keywords: Apricot kernels, classification, machine learning.

1. Giris

Tiirkiye kay1s1 iiretiminde diinyada birinci sirada yer almaktadir. Ulkemizin kayis1 {iretiminin yaklasik
olarak %60°lik kism1 Malatya’da tretilmektedir [1]. Kayis1 ticaretine bakildiginda, kayisinin birgok
farkli formda ticaretinin yapildig goriilmektedir. Sofralik kayisi ticaretinin yani sira kurutulmus kayisi
ticareti de en Onemli agamalarindandir. Bununla birlikte, kayisiin i¢ ¢ekirdegi de bu ticaretin bir
parcasim olusturmaktadir. Kayis1 i¢ ¢ekirdegi; ac1 ve tath olmak {izere iki simifa ayrilmaktadir.
Vitaminler bakimindan zengin olmasi nedeniyle kayisi i¢ ¢ekirdegi de giiniimiizde fazlaca
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tilketilmektedir. Aci kayisi i¢ ¢ekirdegi, kanser gibi bazi hastaliklara karsi tedavi amaciyla 6zelikle Cin
gibi iilkelerde ¢okea tiiketilmektedir [2]. Hem act hem de tath kayist i¢ ¢ekirdekleri cogunlukla farkl
tiirde kayisilara ait olmasina karsin gerek depolanma ortamlarinin ayni olmasi gerekse ayni agaglardan
hem tath hem de act kayist i¢ c¢ekirdeklerinin olmasi nedeniyle zaman zaman birbirlerine
karigsabilmektedir. Aci kayisi i¢ ¢ekirdeginin, hastaliklara iyi geldigi i¢in tiiketilmesinin yani sira, fazla
tilketilmesinde de bazi sakincalar ortaya c¢ikmaktadir [3,4]. Bu nedenle kayist i¢ c¢ekirdeginin
tiiketilmesinde dikkatli davranmak gerekmektedir.

Yukarida bahsedilen olumsuz durumlardan kaginabilmek igin, act ve tath kayisi ig
cekirdeklerinin birbirlerine karigmasinin Oniine gegmek gerekmektedir. Her ne kadar aci kayist i¢
cekirdegi ¢cogu zaman daha agik renkli de olsa da birbirlerinden ayirt etmenin zor olacag: ornekler de
bulunmaktadir. Ayrica, insanlar tarafindan bu ayristirma isleminin yapilmasi ¢ok zahmetli olup,
yorgunlugu bagh dikkat bozulmasi gibi etkenlerden dolay1 gozden kacabilmektedir. Bu nedenle bu
ayristirma igleminin bilgisayar ortaminda goriintii isleme araglari ile tespitlerin yapilmasi ve
ayristirilmast en dogru yontemdir. Giiniimiiz bilgisayar teknolojisinin geldigi noktada artik goriintii
isleme teknikleri ile cok daha hizli ve yiiksek dogrulukta sonuglar elde edilebilmektedir.

Karhan ve arkadaslar1 [5], yaptiklar1 ¢caligmada goriintii isleme tekniklerini kullanarak kayisi
lizerindeki yaprak delen hastaligmin neden oldugu lekeleri tespit etmeyi amaglamuglardir.
Khojastehnazhand ve arkadaslar1 [6], kayis1 meyvesini goriintii isleme tekniklerinden yararlanarak,
olgunluk seviyesine gore ii¢ farkli gruba siniflandirma islemini gergeklestirmislerdir. Her siniflandirma
islemine ek olarak kayisilarin hacimlerinin tahmini iglemini de yapmuiglardir. Hussain Hassan ve Nashat
[7], goriintii isleme tekniklerinden yararlanarak zeytin meyvesi hastalik tespit ve siniflandirma islemini
gerceklestirmislerdir. Alam ve arkadaslar1 [8], multispektral goriintiileri kullanarak kusurlu elmalar1
tanimlama islemini gerc¢eklestirmislerdir. Calismalarinda %97°lik bir basar1 orani elde etmislerdir. Ye
ve arkadaslar1 [9], patateslerin tizerindeki ¢iirtik lekelerini hiperspektral goriintiileri kullanarak tespit
etmeyi amaglamiglardir. Calismalarinda %100°lik bir basar1 sonucu elde etmislerdir. Wan ve
arkadaglar1 [10], gorinti isleme tekniklerini kullanarak domateslerin olgunluk seviyelerini
smiflandirmiglardir. Smiflandirma islemi i¢in geriye yayilim yapay sinir agmi kullanmiglardir.
%99,31°lik bir basar1 ile domatesleri dogru bir sekilde siniflandirabilmislerdir. Nasirahmadi ve Ashtiani
[11], vyaptiklar1 c¢alismada kabuklu bademleri ac1 ve tathh olarak smiflandirma iglemini
gergeklestirmiglerdir. Badem resimlerinden yola ¢ikarak histogram 6zelliklerini kullanan Bag-of-Word
yontemi ile 6zniteliklerini ¢ikarmiglardir. Cikardiklar1 6znitelikler ile {i¢ farkli siniflandirici kullanarak
bademleri ac1 ve tatli olarak siniflandirmiglardir.

Thong ve arkadaglar1 [12], mango meyvesinin otomatik olarak siniflandirildig1 ve yapay sinir
aglar1 ile calisan bir goriintii isleme sistemi gelistirmislerdir. Mangolarin renk, boyut, hasar gérmiis gibi
kriterlerini dikkate alarak siniflandirma islemini gergeklestirmiglerdir. Goriintii iizerinden mangolarin
agirliklarini tahmin etmislerdir. Luan ve arkadaslar1 [13], evrisimsel sinir aglari1 kullanarak aycicegi
tohumunu siniflandirmiglardir. Kullandiklar1 katmanli mimari ile aga girdi olarak aygicegi tohumlarinin
goriintiilerini vererek, klasik sinir aglarindan daha iyi sonuglar elde ettiklerini gostermislerdir. Zeng ve
arkadaslar1 armut meyvesinde bulunan yara ve ezikleri termal bir kameradan aldiklar1 goriintiiler ile
tespit etme islemini gerceklestirmislerdir. Evrigsimsel sinir aglarmma termal kameradan aldiklar
goriintiileri girdi olarak vermisler ve yaralari, ezikleri tespit etmislerdir. %99.25’lik bir dogrulukla
basarili sonuglar elde etmislerdir [14]. Zhao ve arkadaslari [15], nanegiller ailesinden olan saglik ve gida
sektoriinde kullamlan Perilla bitkisinin makine Ogrenmesi ile smiflandirilmast islemini
gerceklestirmiglerdir. Kamera ile aldiklar1 goriintiilere bir matematiksel model gelistirerek
modellemesini yapmuislardir. Elde ettikleri modeli kullanarak %93’liik bir dogru smiflandirma sonucu
elde etmislerdir.

Bu calismada, makine Ogrenmesi algoritmalar1 kullanilarak, kayis1 i¢ ¢ekirdeginin
simiflandirilmasi islemi gerceklestirilmistir. Kayisi i¢ ¢ekirdekleri aci ve tath olarak iki farkli sinifta yer
almaktadir. Kayis1 i¢ cekirdeklerinde renk ve boyut olarak farkliliklar bulunmakta oldugu igin
ozniteliklerde boyut ve renk icerecek sekilde olusturulmustur. Ozniteliklerin belirlenmesinden sonra
Oznitelik se¢me islemi gerceklestirilerek smiflandirma islemine etkisi az olan veya etkisi olmayan
Oznitelikler ¢ikarilarak smiflandirma islemi yapilmastir.

Bu ¢aligmanin ikinci boliimiinde kullanilan yontemler, 6znitelik olusturma ve segcme islemleri
anlatilmustir. Ugiincii boliimde arastirma bulgularina yer verilmistir ve son bdliimde ise elde edilen
sonuclar anlatilmistir.
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2. Materyal ve Metot
2.1. Veri Setinin Olusturulmasi

Bu galigmada kayisi i¢ ¢ekirdeginin siniflandirilmasi islemi gergeklestirilmistir. Siniflandirma igleminin
ilk agamasi olan veri setinin olusturulurken her iki sinifa ait (hem aci hem de tatli) kayisi i¢ ¢ekirdegi
fotograflari ¢ekilmistir. Veri setinde uzmanlar tarafindan siniflandirilmis, 98 adet aci1 kayisi i¢ ¢ekirdegi,
135 adet tatli kayisi i¢ ¢ekirdegi olmak ilizere toplamda 237 adet kayisi i¢ ¢ekirdegi verisi bulunmaktadir.

2.2. Ozniteliklerin Olusturulmasi

Oznitelik, verilerin simflara ayristirilmas: islemini gerceklestirebilecek, veriye ait dzellikleri ifade
etmektedir. Bu c¢alismada kullanilan kayis1 i¢ ¢ekirdekleri incelendiginde, acit ve tathi olarak
smiflandirilan ¢ekirdeklerin renk ve boyut olarak farkliliklar gosterdigi gozlemlenmistir (Sekil 1). Bu
nedenle Oznitelikler olusturulurken hem renk hem de boyut olarak 6zelliklerin belirlenmesi
gerekmektedir. Boyut olarak incelendiginde, fotograflarin hem ¢ekim agis1 hem de biiyiikliik farkliliklar
g0z oOniinde bulunduruldugunda uzunluk olarak &zelliklerin belirlenmesinin yanhisliklara yol agacagi
diistiniilmiistiir. Bu nedenle uzunluk olarak 6znitelik belirlemek yerine oransal olarak ozniteliklerin
belirlenmesi daha dogru bir tercih olacaktir. Kayisi i¢ ¢ekirdegini ¢evreleyen ve alani en az olan
dikdortgen bulunmus, dikdortgenin kisa kenarmin uzun kenarina olan orami Oznitelik olarak
belirlenmistir. Boyut &zniteligine ek olarak renk uzaylarma doniisiimler yapilarak toplamda 40 adet
Oznitelik kiimesi olusturulmustur. Tablo 1’de ¢ikarilan &znitelikler verilmistir.

(b)
Sekil 1. Ornek kayisi i¢ gekirdekleri goriintiisii (a) ac1 kayisi i¢ cekirdegi (b) tatl kayisi i¢ ¢ekirdegi

2.3. Oznitelik Secme

Oznitelik segme islemi; ¢ikarilan &znitelik kiimesinden, en iyi sonucu verecek bir dznitelik alt kiimesinin
olusturulmasi asamasidir. Bu caligmada Ozniteliklerin sonuca olan etkilerine gore skorlama iglemi
yapilmis ve en giiglii 6znitelikten en diisiige dogru farkli sayilarda 6znitelikler secilmistir. Bu ¢aligmada
Ozniteliklerin skorlanmas1 sonucunda en giicliiden en zayifa dogru ilk 10 6znitelik Tablo 4’te verilmistir.
Oznitelik segme islemi yapilirken korelasyon tabanli 6znitelik segme yontemi uygulanmustir. Uygulanan
bu yontemle, her bir 6znitelik ile sinif etiketi arasindaki korelasyonun maksimum olmasi ve secilen
Ozniteliklerin kendi aralarinda ise minimum korelasyona sahip olmalar1 amaglanmaktadir. Boylece
secilen Oznitelik alt kiimesi icinde smif etiketini tahmin ederken benzer Ozellikler gosteren
Ozniteliklerden sadece bir tanesinin bulunmasi ve digerlerinin elenmesi gergeklestirilmis olmaktadir.
Secilen Oznitelik alt kiimeleri i¢in, siniflandirma algoritmalart c¢aligtirilarak basar1 sonuglari
karsilagtirilmsgtir.

809



F.A. Senel / BEU Fen Bilimleri Dergisi 9 (2), 807-815, 2020

2.4. Smflandirma Algoritmalar:

Bu calismada, smiflandirma islemlerinin gergeklestirilmesi i¢in acik kaynak kodlu olup, Python
programlama dili ile ¢alisan scikit-learn makine 6grenmesi kiitiiphanesi kullanilmustir. Scikit-learn
makine 6grenmesi kiitiiphanesi son zamanlarda popiilerligi artmakta ve literatiirde kullanimi artmaktadir
[16,17]. Tim smiflandirma islemleri Python’un 3.7.3 siiriimii ve scikit-learn kiitiiphanesinin 0.20.3
stiriimii ile gergeklestirilmistir. Kullanilan siniflandirma yontemleri Tablo 2°de verilmistir.

AdaBoostClassifier: Adaptive Boosting algoritmasi, her bir 6znitelik i¢in zayif bir smiflandiric
olusturarak, bu zayif siniflandiricilarin birlesiminden ortaya giiglii bir smiflandiricinin ¢ikarilmast
esasina dayanan bir algoritmadir. En iyi simiflandirma iglemini yapan zayif simiflandiricilar tespit edilir
ve iyilestirme islemleri yapilir. Son olarak en iyi stniflandirma yapan zayif siniflandiricilar birlestirilerek
siiflandirma iglemi gerceklestirilir.

MLPClassifier: Cok Katmanli Algilayict algoritmasi, beyindeki 6grenme mekanizmasindan
esinlenilerek gelistirmis ve literatiirde siklikla kullanilan bir smiflandirma algoritmasidir. Noéron
yapisinin simule edildigi bu yontemde, girdilere karsilik ¢iktiy1 en iyi sekilde siniflandirabilecek bir ag
yapisi olusturulmaktadir. Noronlar arasi gegislerde kullanilan agirliklarm optimum sekilde belirlenmesi
ile sniflandirma islemleri gergeklestirilebilmektedir.

Tablo 1. Smiflandirma islemi igin ¢ikarilan 6znitelikler

Renk Uzay1 No Oznitelik No Oznitelik No Oznitelik
RGB Renk Uzay1 R Degeri 1 MinR 2  MaxR 3 OrtR
RGB Renk Uzay1 G Degeri 4  MinG 5 MaxG 6 OrG
RGB Renk Uzay1 B Degeri 7 MinB 8 MaxB 9 OrtB
HSV Renk Uzay1 H Degeri 10 MinH 11 MaxH 12 OrtH
HSV Renk Uzay1 S Degeri 13  MinS 14 MaxS 15 OrtS

HSV Renk Uzay1 V Degeri 16 MinV 17 MaxV 18 OrtV
XYZ Renk Uzayt X Degeri 19 MinX 20 MaxX 21 OrtX
XYZ Renk Uzay1 Y Degeri 22 MinY 23  MaxY 24 OrtY
XYZ Renk Uzay1 Z Degeri 25 MinZz 26  MaxZ 27 Ortz
YCbCr Renk Uzay1 Y Degeri 28  Min_Y 29 Max Y 30 OrtY
YCbCr Renk Uzay1 Cb Degeri 31 MinCh 32 MaxCh 33 OrtCh
YCbCr Renk Uzay1 Cr Degeri 34 MinCr 35 MaxCr 36 OrtCr
Gri Renk Uzayi 37  MinGri 38 MaxCri 39  OrtGri
Genislik/Yikseklik Orani 40 Oran

SVC: Destek Vektor Makinesi algoritmasi, iki ya da daha fazla sinifi birbirinden ayiran hiper-
diizlemin belirlenmesine dayali bir siniflandirma algoritmasidir. Smiflar1 birbirinden ayirmak igin
sonsuz adet diizlem belirlenebilmektedir. Destek Vektor Makinesi algoritmasinda amag, smiflari
birbirinden ayiran ve sinif 6rneklerinin hiper-diizleme olan mesafelerinin maksimum oldugu bir hiper-
diizlemin belirlenmesidir.

DecisionTreeClassifier: Karar Agaglar1 algoritmasi, siniflandirma islemini yaparken bir agag
yapist olusturmaya dayanir. Olusturulan agaglarin yapraklari smif etiketlerini temsil ederken, kokten
yapraklara kadar giden yollar 6zniteliklere gére dallanmalar1 temsil etmektedir.

KNeighborsClassifier: k-En Yakin Komsuluk algoritmasi, veri setindeki girdiler ve ¢iktilarin
dikkate alindig1 bir damigsmanli 6grenme algoritmasidir. Bu algoritmada, k adet en yakin komsuluga
bakilarak, gelen 6rnegin hangi sinifa ait oldugunu tespit edilmektedir. Hizli ve basarili sonuglar veren
bir smiflandirma yontemidir.

GaussianNB: Olasilik tabanli ¢aligan bir smiflandirma yontemidir. Bu yontemde girdiler
birbirlerinden bagimsiz olarak diistiniilerek, her bir girdinin ¢iktiy1 tahmin etme olasiligi hesaplanir.
Egitim verilerinden faydalanarak, yeni gelen girdilerin hangi sinifa ait oldugunu hesaplamaya dayal bir
istatistiksel yontemdir.

RandomForestClassifier: Rasgele Orman algoritmasi, birden fazla karar agacinin kullanildigi
ve mantik olarak Karar Agaclar1 algoritmasi ile ayn1 sekilde ¢aligan bir algoritmadir. Birden fazla karar
agaci olusturarak siniflandirma basarisinin artirilmasi amaglanmaktadir.

810



F.A. Senel / BEU Fen Bilimleri Dergisi 9 (2), 807-815, 2020

Tablo 2. Smiflandirma iglemi i¢in kullanilan yontemler

Scikit-learn Kiitiiphanesi Smiflandirici Aciklama
sklearn.neighbors.KNeighborsClassifier K en yakin komsu siniflandirma yoéntemi
sklearn.svm.SVC Destek vektor makinesi siniflandirma yontemi
sklearn.tree.DecisionTreeClassifier Karar agaci smiflandirma yontemi
sklearn.ensemble.RandomForestClassifier  Rasgele orman smiflandirma yontemi
sklearn.ensemble. AdaBoostClassifier Adaptive Boosting siniflandirma yontemi
sklearn.naive_Bayes.GaussianNB Gaussian Naive Bayes siniflandirma yontemi
sklearn.neural_network.MLPClassifier Cok katmanli algilayici siniflandirma yontemi

2.5. Karsilastirma Olgiitleri

Bu ¢alismada siniflandirma basarisinin élgiimiinde hata matrisi kullanilmis ve toplamda bes farkli dlgiit
kullanilmustir. Hata matrisi sinuf etiketi kadar satir ve siitundan olusan ve siniflandirma basaris1 hakkinda
bilgiler veren bir matristir. Tablo 3’te kullanilan hata matrisi verilmistir.

Tablo 3. Kullanilan hata matrisi
Tahmin Smifi

0 1
0 Dogru Negatif ~ Yanlis Pozitif
Gergek (DN) (YP)
Siif 1 Yanlis Negatif ~ Dogru Pozitif
(YN) (DP)

Tablo 3’te belirtilen parametreler, siniflandirma hakkinda bilgiler vermektedir. DN degeri,
gercekte aci sinifa ait olan ve tahmin sonucu da ac1 olan 6rnek sayisini, YN degeri, gergekte aci sinifina
ait olan ama tahmin sonucu tath olarak smiflandirilan 6rnek sayisini, YP degeri, gercekte tatl sinifinda
olan ve ac1 olarak tahmin edilen 6rnek sayisini, son olarak DP degeri ise, gergekte tatli sinifinda olan ve
tahmin sonucunda da tath olarak smiflandirilan 6rnek sayisini ifade etmektedir.

Dogruluk (“accuracy”): Bu 0lgiit, dogru olarak siniflandirilmis 6rnek sayisinin toplam ornek
sayisina olan oranini ifade etmektedir. Denklem 1’de dogruluk hesabi verilmistir.

DN + DP

= 1
b DN+YN+YP+DP @)

Kesinlik (“precision”): Kesinlik ol¢iitii, tahmin edilen pozitif degerler icinde dogru olarak
simiflandirilmis 6rnek sayisinin, toplam tahmin edilen pozitif 6rnek sayisina olan oranini ifade
etmektedir. Denklem 2’de kesinlik hesabi verilmistir.

DpP

= 2
K YP + DP @)

Gerigcagirim (“recall”): Gerigagirim Olciitli, gercek pozitif degerler icinde dogru olarak
simiflandirilmis 6rnek sayisinin, tiim gergek pozitif 6rnek sayisina olan oranini ifade etmektedir.
Denklem 3’te gericagirim Olgiit hesab1 verilmistir.

DpP

= 3
YN + DP ®)

G

F; olciitii (“F; score”): Kesinlik ve gericagirim dlgiitlerinin harmonik ortalamasini ifade eden
olgiittlir. Denklem 4°te ifade edilmistir.

K=+G

K+G )

2 *
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Ortalama Mutlak Hata-OMH (“Mean Absolute Error”): OMH olgiitii, gergek degerler ile
tahmin edilen degerler arasindaki farklarin toplaminin ortalamasi olarak ifade edilmektedir. Denklem
5’te OMH hesabi verilmistir.

n
1
OMH =~ |y, = il ©)
t=1

3. Bulgular ve Tartisma

Bu béliimde, smiflandirma algoritmalari ile veri seti iizerinde ¢alismalar yapilmistir. Oznitelik secimi
asamasinda farkli sayilarda Gznitelik alt kiimeleri olusturularak sonuglara olan etkisi incelenmistir.
Ayrica kullanilan tiim yontemler i¢in hiper-parametre ayarlamasi yapilarak, her bir yontemden en iyi
sonucu elde edebilecek parametreler belirlenerek basari karsilastirilmas: yapilmstir.

Egitim ve test verilerinin belirlenmesi, tiim yontemlerde aym sekilde olmak iizere “k katlamali
capraz dogrulama” teknigi kullanilarak gerceklestirilmistir. Capraz dogrulama tekniginde k sayisi1 10
olarak belirlenmistir. Smiflandirma islemi yapilirken {i¢ farkli sayida Oznitelik alt kiimesi
olusturulmustur. Sirasiyla 4, 10 ve 15 adet Oznitelikten olusan ii¢ farkli smiflandirma islemi
gergeklestirilmistir. Bu 6znitelik sayilari, Rasgele Orman algoritmasinin diger algoritmalardan daha iyi
oldugunu gosterdigi i¢in se¢ilmistir. Toplamda 40 adet 6znitelik bulunan veri setinde diisiik sayida
oznitelik ile baslayarak simflandirma islemleri gergeklestirilmistir. Oznitelik secim isleminde,
smiflandirma iglemine etkisi bakimindan &zniteliklerin giicliden zayifa dogru ilk 10 Ozniteligin
siralamasi Tablo 4’te verilmistir. ilk sirada ise YCbCr Renk Uzay1 S Degerinin MinCb 6zniteligi yer
almaktadir. Renk bakimindan smiflandirma isleminde YCbCr Renk Uzaymnin 6nemi sonuglardan
anlagilmaktadir. 40 nolu 6znitelik yani kayis1 i¢ ¢ekirdeginin genislik/yiikseklik orani ikinci sirada yer
almaktadir. Elde edilen sonuglar da boyutun énemli bir faktor oldugunu desteklemektedir.

Tablo 4. En giiglii ilk 10 6zniteligin siralamasi

Sira No Oznitelik No Oznitelik Adi
1 31 MinCb
2 40 Oran
3 6 ortG
4 30 ort Y
5 39 OrtGri
6 24 orty
7 21 OrtX
8 18 ortv
9 3 OrtR

10 36 OrtCr

Tablo 5’te dort adet 6zniteligin secildigi simflandirma islemi sonuglari verilmistir. Segilen
Oznitelik numaralarinin hangi 6zniteliklere karsilik geldigi Tablo 1’den bakilabilir. Tablo 6 ve Tablo
7’de sirastyla 10 ve 15 adet 6znitelik kullanilarak elde edilen sonuglar gosterilmistir.

Tablo 5. 6, 30, 31 ve 40 nolu Oznitelikler kullanilarak elde edilen sonuglar

Siniflandiric Dogruluk Kesinlik  Gerigagiim  F; olgiitii OMH
KNeighborsClassifier 0,89 0,95 0,78 0,85 0,11
SVC 0,92 0,95 0,86 0,90 0,08
DecisionTreeClassifier 0,94 0,96 0,90 0,93 0,06
RandomForestClassifier 0,96 0,97 0,93 0,95 0,04
AdaBoostClassifier 0,90 0,89 0,87 0,88 0,10
GaussianNB 0,90 0,90 0,85 0,87 0,10
MLPClassifier 0,91 0,93 0,85 0,89 0,09
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Tablo 6. 3, 6, 18, 21, 24, 30, 31, 36, 39 ve 40 nolu 6znitelikler kullanilarak elde edilen sonuglar

Siniflandirict Dogruluk Kesinlik Gericaginm  F olgiitii OMH
KNeighborsClassifier 0,94 0,96 0,90 0,93 0,06
SvC 0,94 0,96 0,90 0,93 0,06
DecisionTreeClassifier 0,98 1,00 0,96 0,98 0,02
RandomForestClassifier 1,00 1,00 0,99 0,99 0,00
AdaBoostClassifier 0,92 0,90 0,91 0,90 0,08
GaussianNB 0,82 0,84 0,72 0,78 0,18
MLPClassifier 0,92 0,92 0,90 0,91 0,08

Tablo 5, 6 ve 7 incelendiginde en basarili siniflandiricinin Rasgele Orman algoritmasinin oldugu
goriilmektedir. Dort 6znitelik kullanilarak yapilan siniflandirma sonucunda Rasgele Orman algoritmast
0.96’lik bir basart oram ile ilk sirada yer almaktadir. Oznitelik sayisi artirildikga diger
smiflandiricilarinda basar1 oraninin arttigr goriilmektedir. Ancak daha az sayida 6znitelik kullanarak
daha iyi sonug verebildigi i¢in Rasgele Orman algoritmasi, bu ¢alismada ele alinan problem igin en
basarili yontemdir.

Sekil 2’de kullanilan siniflandirma yontemlerinin 6rnek bir ¢alistirilma sonucunda, segilen
Oznitelik sayisma gore elde ettikleri basarilar verilmistir. Yontemlerin basari karsilastirmalart Sekil
2’den daha detayli olarak goriilebilmektedir. %100’1liik bir basar1 oranina ilk ulagan yontemin Rasgele
Orman algoritmasmin oldugu ve bu basar1 i¢in bes adet Oznitelik kullanmasinin yeterli oldugu
goriilmektedir. Rasgele Orman algoritmasinin performansinin her durumda diger algoritmalardan daha
iyi oldugu anlasilmaktadir. Adaptive Boosting, Karar Agaci, k En Yakin Komsu algoritmalarinin,
Rasgele Orman algoritmasina ancak 10’dan fazla 6zniteligi kullandigi durumda yetisebildigi de yine
Sekil 2’den anlasilmaktadir. Ayrica kullanilan siniflandirma yontemleri i¢inde sadece Gaussian Naive
Bayes siniflandiricinin performansi 6znitelik sayis1 arttikca diismekte iken diger tiim yontemlerin
performansi artarak devam etmektedir.

Tablo 7.3, 6,9, 15, 18, 21, 22, 24, 27, 30, 31, 36, 37, 39 ve 40 nolu 6znitelikler kullanilarak elde edilen sonuglar

Siniflandirict Dogruluk Kesinlik  Gerigagirim  F; olciitii OMH
KNeighborsClassifier 1,00 1,00 1,00 1,00 0,00
SvC 0,94 0,97 0,90 0,93 0,06
DecisionTreeClassifier 1,00 1,00 1,00 1,00 0,00
RandomForestClassifier 1,00 1,00 1,00 1,00 0,00
AdaBoostClassifier 1,00 1,00 1,00 1,00 0,00
GaussianNB 0,80 0,84 0,65 0,74 0,20
MLPClassifier 0,98 0,97 0,98 0,97 0,02
1000
0.975 -
0.33077 —  KNeighborsClassifier
o 0.925 1 e
> w  DecisionTreeClassifier
-._5, 0.900 -®- RandomForestClassifier
'g‘ v AdaBoostClassifier
© 0.875 - —— GaussianNB
MLPClassifier
0.850 =
0.825 -
0.800

2 H 6 8 0 12 14
Kullanilan Oznitelik Sayisi

Sekil 2. Kullanilan 6znitelik sayisina gore algoritmalarin karsilastiriimasi
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Sekil 3’te ise smiflandiricilar tarafindan yanhlis etiketlenen ornek kayisi i¢ ¢ekirdekleri
verilmistir. Yanlig siniflandirilan 6rnekler incelendiginde boyut ve doku olarak siniflar arasi benzer olan
orneklerin karistirildig: anlagilmaktadir. Bu karigikliklarin engellenebilmesi igin 6znitelik ¢esitliliginin
daha fazla artirilmas1 gerektigi anlagilmaktadir.

(b)
Sekil 3. Yanlig siniflandirilan kayisi i¢ ¢ekirdekleri 6rnekleri (a) tatli iken aci olarak siiflandirilan 6rnekler (b)
aci iken tatli olarak siniflandirilan 6rnekler

4. Sonuc ve Oneriler

Bu calismada kayisi i¢ ¢ekirdeklerinin aci ve tatli olarak gorintli isleme ve makine Ggrenmesi
algoritmalar1 kullanarak siiflandirilmasi islemi yapilmistir. Yedi farkli makine 6grenmesi algoritmasi
kullanarak elde edilen sonuglar karsilastirilmis ve Rasgele Orman algoritmasinin en basarili
smiflandirict oldugu sonucuna varilmistir. Az sayida 6znitelik ile en iyi sonucu veren Rasgele Orman
algoritmasi yeterli sayida Oznitelik sayisina ulasinca yiizde yiizliik bir basari ile simiflandirma islemi
yapabilmektedir. Rasgele Orman algoritmasina alternatif olarak k en yakin komsu algoritmasi, karar
agaci algoritmas1 ve Adaptive Boosting algoritmas1 diisiiniilebilmektedir. Fakat en az sayida 6znitelik
kullanilarak, en yiiksek basariy1 Rasgele Orman algoritmasi elde edebilmektedir.

Gelecekteki caligmalarda, kayist i¢ ¢ekirdeginin derin Ogrenme algoritmalar1 ile
siiflandirilmast amaglanmaktadir. Boylece 6znitelik olusturmakla kullanicilar zaman kaybetmeden
dogrudan resimleri kullanarak 6znitelikler otomatik olarak derin 6grenme ag yapisi ile olusturulacak ve
siiflandirma iglemi gerceklestirilecektir.

Yazarlarin Katkisi

Makalede tiim katki sahsima aittir.

Cikar Catismas1 Beyam

Yazarlar arasinda herhangi bir ¢ikar ¢catigsmasi bulunmamaktadir.
Arastirma ve Yayin Etigi Beyam

Yapilan ¢alismada aragtirma ve yayin etigine uyulmustur.
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